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Shrnutí 

Disertační práce nesoucí název „Multisenzorové zjišťování vlastností stromů 

pozemními metodami dálkového průzkumu Země“ se zabývá problematikou určování 

několika stromových parametrů, velmi důležitých pro obor lesnictví a inventarizace 

lesů. Zmiňovanými parametry jsou především výčetní tloušťka a výška stojících 

stromů, které tato práce vyhodnocuje na základě prostorových dat, získaných 

moderními postupy dálkového průzkumu Země (DPZ) – laserovým skenováním či 

fotogrammetrií. Práce nicméně pojednává také o potenciálu prostorových dat, 

respektive 3D rekonstrukcí stojících stromů ve formě bodových mračen, v záležitosti 

odhadu zdravotního stavu kmene nebo detailnějšího popisu architektury stromu. 

Nejenže se práce pokouší o samotné odvození zmíněných parametrů, nabízí také dva 

dosud nepoužívané postupy implementované do autorského počítačového programu. 

V propojení s jinými, běžně využívanými algoritmy se nově navržené metody zabývají 

jednak detekcí stromů v bodovém mračnu lesního prostředí, jednak přesným 

výpočtem výšek stromů nejen hlavního patra dřevinné vegetace, ale také stromů 

nacházejících se v nižších patrech porostu. Tyto dva algoritmy vychází z projekce 

bodového mračna do 2D, výpočtu hustoty bodů v sousedství a následném zpracování 

po převedení zpět do 3D. Zmíněné tři vlastnosti, tedy výška stromu, tloušťka kmene 

v prsní výšce a přítomnost hniloby uvnitř kmene, jsou důležitými parametry pro 

hodnocení stavu lesa a plánování těžebních činností v lese, tím pádem se také zásadním 

způsobem promítají do ekonomických kalkulací spojených s prodejem dříví, jakožto 

produktu lesa. Proto je důležité, aby byl objem dříví v lesních porostech zjišťován 

s velkou přesností. K tomuto účelu zpravidla bývají využívány hodnoty tlouštěk a výšek 

stromů. Údaj o přítomnosti hniloby v kmeni může přispět ke tvorbě představy o 

skutečné hodnotě stromů stojících v porostu a obohatit tak sadu informací, které 

současné techniky pozemního DPZ dokážou poskytnout.  

Funkčnost uvedených metod, především v otázce zjištění výšek a tlouštěk stromů, je 

v práci demonstrována na vlastních datech, vytvořených jak na území České republiky, 

tak na území Finska a potvrzuje použitelnost popisovaných analýz 3D dat na datech 

z různých typů lesa, ale také různých typů senzorů pozemního DPZ. O platnosti metod 

svědčí i čtyři autorské vědecké publikace, které jsou zahrnuty do této disertační práce.
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1. Úvod 

Zjišťování stromových parametrů, především tlouštěk v prsní výšce (d1,3 nebo DBH 

z „Diameter at Breast Height“) a výšek stromů, bylo a stále je důležitým aspektem 

evidence objemu dříví rostoucího v lesích. Po dlouhá léta byly tyto parametry určovány 

ryze manuálními postupy, založenými na přikládání lesnické průměrky ke kmeni a 

odečítání tloušťky ze stupnice tohoto nástroje. V případě výšek pak na odvození pomocí 

goniometrického přístupu či na principu stejnolehlosti trojúhelníků [1,2].  

Tyto metody nachází uplatnění i v dnešní době a zjišťování informací o stromech 

zůstává principiálně stejné již od vzniku této disciplíny. Vyvíjí se pouze pomůcky, 

s nimiž lze tuto práci zrychlit a zjednodušit. Technologický pokrok však přinesl novou 

metodu laserového skenování (LiDAR, „Light Detection and Ranging“), která se ze 

svých původních oblastí využití ve vojenství a meteorologii dostala až do lesnictví [3], 

a tak přinesla i mnoho nové inspirace do problematiky zjišťování parametrů stromů 

nebo celých porostů. Jedno z prvních použití leteckého laserového skenování („ALS“) 

v lesnictví je popsáno v publikacích autorů Nelsona a Krabilla z 80. let dvacátého 

století [4,5]. S přelomem tisíciletí se objem vědeckých prací, zaměřených na ALS, 

výrazně zvýšil, a tak se LiDAR stal nedílnou součástí dálkového průzkumu Země 

(„DPZ“) v lesnictví. O několik let později bylo představeno použití statického 

pozemního laserového skenu („TLS“) pro lesnické účely [6] a od té doby až 

do současnosti se LiDAR ve smyslu leteckého i pozemního skenování uchytil a je 

předmětem mnoha lesnických výzkumů s cílem určovat tradičně získávané, ale i nové 

parametry stromů.  

LiDAR není jedinou metodou DPZ efektivně použitelnou v lesnictví. Podobnému 

zájmu, jako v případě ALS a TLS, se těší i pozemní fotogrammetrie („CRP“), především 

letecká fotogrammetrie („DAP“) [7]. Tyto techniky jsou relativně starší než laserové 

skenování. Avšak právě až současný rozvoj výpočetní techniky umožňuje jejich 

efektivní používání [8].  

Ačkoliv je potenciál metod DPZ obrovský, přijetí s ním spojených výstupů a metod 

zpracování do praxe je do velké míry omezené. To může být dáno jak pořizovací cenou 

příslušného vybavení, tak také nutnou zdatností v práci s takovými daty. Tyto 

skutečnosti mohou odrazovat zaměstnance v lesnictví od využívání těchto metod [9]. 

Nepřívětivé je často i podání vědeckých algoritmů, poskytovaných jako výstupy 

z výzkumu. Povětšinou jsou prezentovány ve formě programových knihoven a nejsou 

snadno použitelné ani pro pokročilé uživatele počítačů, nehledě na výrazné výpočetní 

nároky algoritmů na výpočetní sílu počítače [8–10]. 

Motivací pro tvorbu této práce je proto snaha o zpřístupnění algoritmů zpracování 
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bodových mračen veřejnosti a to jednak ve formě popisů pracovních postupů, dále také 

ve formě snadně použitelného počítačového programu, který bez nároků na schopnost 

používání programovacích jazyků, umožní jednoduché zpracování 3D dat. Jelikož je 

ale zpracování dat až sekundárním problémem, práce se zabývá i prvotním sběrem dat, 

a to jak za využití levných alternativ, tj. pozemní fotogrammetrie, levných pozemních 

LiDAR skenerů, tak i za využití špičkového zařízení ve formě statického terestriální 

laserového skeneru („TLS“), či ručních mobilních laserových skenerů („MLS“). 

Potenciálem a využitím zmíněných metod sběru 3D dat (TLS, MLS a CRP) se zabývá 

tato disertační práce, která si pokládá následující výzkumné cíle: 

• Navrhnout vlastnost stromu zjistitelnou z 3D dat a ověřit možnosti jejího odvození. 

• Analyzovat využitelnost pozemního laserového skenování a fotogrammetrie při 

shromažďování dat o lesních porostech. 

• Vytvořit pracovní postup použitelný při zjišťování výčetní tloušťky a výšky 

jednotlivých stromů ve 3D bodových mračnech. 

Samotná disertační práce je strukturována jako kompilát čtyř vědeckých publikací, 

které autor během svého studia publikoval. Ty budou blíže popsány po teoretickém 

úvodu, který obsáhne klíčovou problematiku řešenou během tvorby vědeckých 

výstupů. Ke každé publikaci bude stručně popsán průběh řešení, aplikované metody i 

s praktickými ukázkami, případně obtíže, které řešení práce komplikovaly. 

2. Teoretické pozadí pozemních metod 

dálkového průzkumu Země 

A) Pozemní senzory 

Pro úplné pochopení principu fungování pozemních metod skenování lesního 

prostředí jsou v této části práce popsány způsoby, jakými metody pracují. Na základě 

znalostí fyzikálních principů a jevů, využitých ve fotogrammetrii či laserovém 

skenování, je poté v praktických aplikacích možno efektivně metody použít, předejít 

známým chybám a omezením nebo vyhledat příčinu nežádoucí vlastnosti skenu. To 

souvisí s faktory ovlivňujícími hustotu dat a specifickými interakcemi s lesním 

prostředím. Jak již bylo zmíněno v úvodu, tato práce cílí výhradně na použití 

pozemních postupů, které se v obecné rovině liší od leteckých především svou časovou 

náročností, zásadami pro sběr dat, zachycenými detaily a tím pádem i veličinami, které 

z nich lze pro lesní porosty, respektive jednotlivé stromy, odvozovat.  
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1. Terestriální laserové skenování 

Terestriálním laserovým skenerem se rozumí zařízení umístěné zpravidla na stativu, 

které z jedné pozice skenuje své okolí do 3D reprezentace, neboli bodového mračna. 

Podobně, jako i u MLS, přístroj vysílá úzké laserové paprsky a pomocí otočného zrcadla 

nebo otáčení celé hlavice systematicky prohledává okolní prostor v horizontálním 

rozsahu až 360° a vertikálně typicky v takovém rozsahu, že není naskenováno pouze 

těsné okolí skeneru [11], v případě skeneru Trimble TX8, použitého v této práci, 317°. 

Laserový paprsek se odráží od okolních objektů a pro každý navrácený impulz skener 

zaznamená změřenou vzdálenost a úhel, pod kterým paprsek vyslal. Tato data ukládá 

a často je potřeba zpracování surových dat v příslušném software, vytvořeném 

výrobcem skeneru [12,13]. Ten převádí data z polární soustavy do kartézských 

souřadnic. Výsledkem je bodové mračno, tedy soubor tisíců až milionů 3D bodů 

reprezentujících povrch okolních objektů v prostoru. Bodové mračno je definováno 

v lokálním souřadnicovém systému a do globálního systému jej lze převést pomocí 

transformace např. přes referenční cíle. Pro pokrytí většího lesního porostu se často 

provádí více skenování z různých stanovisek a výsledky se koregistrují. Tím se 

eliminuje zastínění některých objektů jinými objekty a TLS tak dokáže detailně 

zdokumentovat prostor lesa s centimetrovými až milimetrovými detaily [14].  

Běžně se využívají dva hlavní typy měření vzdálenosti skeneru od zasaženého objektu. 

Jsou to Time-of-Flight („ToF“) nebo phase-shift („PS-TLS“) systémy. U ToF skeneru je 

vyslán krátký laserový impuls a elektronika měří dobu, za kterou se odražený signál 

vrátí zpět – rychlost paprsku je rovna rychlosti světla, a tak se čas vydělí dvěma a 

dopočte se vzdálenost. Tento princip umožňuje dosahovat velmi dlouhých měřicích 

vzdáleností [15].  

Na rozdíl od toho fázový skener vysílá nepřetržitý paprsek s proměnnou frekvencí a 

vyhodnocuje fázový posun mezi vysílanou a přijatou vlnou. Z posunutí fáze přijaté 

světelné vlny odvozuje vzdálenost. Musí však čelit nejednoznačnosti („ambiguity“) 

měření, protože fáze vlny se pravidelně opakují, stejná fáze vlny může být odražena od 

různě vzdálených míst.  Problém lze vyřešit omezením dosahu paprsku, aby se stejná 

vlna nemohla podruhé vyskytnout nebo kombinací více frekvencí (dlouhou a krátkou), 

aby nejednoznačnost mohla být odstraněna sledováním změn na vlnách různých 

frekvencí. Fázové systémy umožňují velmi vysokou rychlost snímání (i více než milion 

bodů za sekundu) a vysokou přesnost na kratší vzdálenosti (typicky do ~100 m), ale 

jejich dosah je omezenější než u pulzních systémů právě kvůli řešení „ambiguity“ [16]. 

Oba typy skenerů pracují na principu odrazu světla od povrchu objektů a difúzní odraz 

zajistí, že dostatečná část energie se vrací zpět k čidlu pro úspěšné změření vzdálenosti 

[15,17]. 
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Laserový paprsek, používaný při laserovém skenování je úzký a téměř rovnoběžný. 

Nicméně vykazuje malou rozbíhavost, pročež se jeho šířka s překonanou vzdáleností 

zvětšuje. Například u skeneru Trimble TX8, používaného v rámci této práce, je 

divergence paprsku 0,8 mrad (≈0,046°), což znamená, že průměr paprsku je sice 

v deseti metrech od skeneru 6 mm, ve 100 metrech už to ale je 34 mm [18]. Tato 

vlastnost všech laserových skenerů vede k tomu, že paprsky zasahují více objektů 

takřka v tomtéž čase. Výsledná poloha změřeného bodu u phase-shift skeneru je tedy 

váženým průměrem toho, co paprsek skutečně zasáhl [19], zatímco u ToF skenerů 

mohou být všechna zasažená místa zaznamenána jako individuální body. To úzce 

souvisí s rozlišovací schopností paprsků, která se vzdáleností klesá a ze skenu se ztrácí 

jemné detaily anebo vzniká šum, kvůli „mixed pixel effect“ nebo jevu „bias towards 

stronger return“. „Mixed pixel effect“ je způsoben u senzorů zachycujících jen jeden 

odraz, zpravidla fázových skenerů [11], a vzniká tím, že široký paprsek zasáhne částí 

svého průřezu hranu objektu a zbytkem průřezu pokračuje dále. Výsledná poloha bodu 

může být vypočtena do neexistujícího místa ležícího mezi oběma zasaženými povrchy. 

Aby byl objekt zrekonstruován spolehlivě, musí být tedy zasažen alespoň jedním 

paprskem bez „mixed pixel effectu“. Rozlišovací schopnost skeneru je proto dána 

jednak šířkou paprsku a jednak úhlovým rozlišením, které definuje nejmenší úhel mezi 

dvěma body, zachytitelnými skenerem [19]. K podobnému jevu může dojít, zasáhne-li 

paprsek dva povrchy s různou odrazivostí. Tehdy se jedná o „bias towards stronger 

return“ [20]. Odrazivost povrchu souvisí s intenzitou odraženého signálu, tedy s tím, 

jak silný odraz se vrátil. Tato intenzita závisí na vzdálenosti, materiálu, barvě i úhlu 

dopadu paprsku [21] [22]. Pokud je některý odraz paprsku výrazně silnější než ostatní, 

může být výsledný bod posunut směrem k silnému odrazu bez ohledu na jeho pořadí 

[23]. 

Na rozdíl od výše popsaného jednoodrazového systému, lze díky rozptylu a zvětšování 

„stopy paprsku“ získat v multi-return systémech informace o polohách více než jen 

jednoho bodu, resp. objektu. Například v lese paprsek může zasáhnout částí svého 

průřezu list (první odraz), a zbytek paprsku pokračuje dál a narazí na větev či zem, 

odkud se odráží další odrazy [11]. Moderní ToF skenery podporují více odrazů: 

zaznamenají první odraz, poslední odraz, případně i více (typicky 3–5) odrazů na jeden 

vystřelený paprsek, nebo dokonce plnou odrazovou křivku („full-waveform“), která 

reprezentuje nepřetržitě zaznamenanou odezvu laseru (viz Obrázek 1). Díky tomu lze 

získat bohatší informaci o hustotě a struktuře vegetace, protože víceodrazový mód 

umožňuje i odhalení objektů částečně krytých jinými [11,24]. Naproti tomu fázově 

posunové TLS standardně zaznamenávají pouze jediný odraz v daném směru, protože 

kontinuální vlna neumožňuje snadno rozlišit více cílů. To může vést k tomu, že první 

odraz zastíní vzdálenější objekty [11]. 
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V lese je tedy potenciální dosah TLS omezen strukturou porostu. Jednak jsou 

vzdálenější části řidčeji pokryty vlivem zastínění výhledu skeneru, jednak ale také 

vlivem klesající přesnosti paprsků. Hustota bodů klesá s rostoucí vzdáleností a jemné 

detaily mohou být viditelné jen v okruhu desítek metrů [25].  

To často vyžaduje skenování z více stanovisek a může v některých případech svou 

časovou náročností přesahovat tradiční způsoby měření lesa [11]. TLS však poskytuje 

velmi detailní informace nejen o výškách a tloušťkách, ale i o stavbě stromů, a to i u 

relativně vzdálených stromů, přičemž schopnost změřit přesně parametry stromů je 

velmi vysoká. Tloušťky a výšky stromů z TLS lze určit s chybou ~1 cm, resp. ~1-2 m 

v případě výšek  [9,26–28]. Metoda je tedy pro účely lesnictví považována za 

nejpřesnější a nejdetailnější ze všech pozemních metod DPZ [14]. 

2. Mobilní laserové skenování 

Mobilní laserové skenování využívá podobný princip měření jako TLS, ale skener je 

umístěn na pohyblivé platformě například na automobilu, traktoru, případně je 

používán ve formě batohového či ručního systému neseného operátorem [29–32]. To 

umožňuje pokrýt velké území, eventuálně i špatně přístupné území rychle a bez 

problému naskenovat i místa, která by z jednoho stanoviska nebyla vidět, jako to hrozí 

v případě TLS [14]. Druhy senzorů a způsoby měření vzdáleností objektů od skeneru 

jsou totožné jako u TLS, což vede i k podobným hodnotám rozbíhavosti paprsků, jak je 

Obrázek 1 – Ukázka různých režimů záznamu TLS/MLS v lese: 

(a) pouze první odraz, (b) záznam prvního a posledního odrazu, (c) více odrazů, (d) plná vlnová křivka.  

U fázových TLS je možný pouze režim (a). Vícenásobné odrazy poskytují informaci o objektech stojících za 

sebou, pokud paprsek není prvním objektem zcela odcloněn. Zdroj: [11]. 
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viditelné v tabulce 1. Zásadním způsobem se ale liší způsob orientace skeneru 

v prostředí. Zatímco TLS vždy pracují z jednoho místa, MLS systémy jsou během 

skenování v pohybu. Mohou pracovat za využití dat z inerciální měřící jednotky 

(„IMU“) a přijímače globálního navigačního systému („GNSS“). V lese je ale signál 

z družic zpravidla nedostatečný, a tak tento přístup, s možností detekce polohy skeneru 

v okamžik vyslání paprsku a okamžitého georeferencování bodového mračna, bývá 

využíván mimo lesní prostředí [14]. Obvyklé je však využití skenerů spoléhajících na 

algoritmy SLAM („Simultaneous Localization and Mapping“). SLAM algoritmus 

průběžně zpracovává naměřená data za využití některého z přístupů optimalizace, 

nejčastěji „Graph-Based“ přístup založený na snižování druhých mocnin chyb, 

hledáním nejlépe odpovídající konfigurace uzlů (poloh skeneru) a hran (spojnic mezi 

polohami skeneru). Snaží se odhadnout trajektorii skeneru současně s budováním 

mapy a mračna bodů. Využívá se přitom kombinace údajů o zrychlení a otáčení skeneru 

z IMU a samotných 3D bodů – algoritmus hledá shodné rysy v po sobě následujících 

skenech a optimalizuje polohu tak, aby na sebe mračna co nejlépe navazovala [33]. 

Prakticky jde o postup podobný registraci TLS skenů nebo hledání poloh fotoaparátu 

při „bundle adjustment“ ve fotogrammetrii. SLAM ale probíhá neustále během 

skenování. Výsledkem je odhad dráhy zařízení a souvislé bodové mračno okolí bez 

potřeby informací z GNSS, za předpokladu, že se ve skenovaném prostředí nachází 

dostatek pevných orientačních bodů [34]. 

Tabulka 1 – Přehled základních vlastností skenerů použitých v rámci disertační práce. Údaj označený „N/A“ 
není zveřejněný na webech výrobce skeneru ani senzoru. 

Skener Typ Dosah [m] 
Bodů za 

sekundu 
Šířka paprsku 

Úhlové rozlišení 

(Hor / Ver) 

Trimble TX8  

(TLS) [18] 
ToF 120 až 340 1 000 000 6 mm @ 10 m 

80 µrad / 80 µrad 

(≈ 0.005°) 

FARO Orbis  

(MLS) [35] 
ToF 120 640 000 13 mm @ 10 m N/A 

GeoSLAM 

ZEB Horizon 

(MLS) [36] 

ToF 100 300 000 10 až 30 mm* 0.1°-0.4°/ 2° 

 

3. Faktory ovlivňující přesnost a hustotu bodů z LiDAR 

Faktorů ovlivňujících výsledky laserového skenování v lesním prostředí je mnoho a 

velmi často je právě kvůli vlastnostem lesa ani nelze odstranit. Pro dosažení dobrých 

výsledků skenování je dobré pamatovat na aspekty ovlivňující jak TLS, tak MLS 
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systémy a pokusit se je minimalizovat, nebo je případně zohlednit při specifických 

analýzách skenů. 

Za účelem, obecně žádoucího, snížení šumu je vhodné pracovat s oběma typy 

laserových skenerů za klidného počasí, bez výrazného pohybu větví, bez deště, mlhy či 

velkého množství prachu. Kapky deště nejenže vstupují do cesty vyslaným paprskům a 

vytváří šum, mohou ale také ulpět na krytu senzoru a zkreslit data. Zároveň však platí, 

že i mokrý povrch, např. po dešti, může absorbovat nebo odrážet laserové paprsky 

špatným směrem a snižovat tak počet úspěšně zaměřených bodů [37] [21]. Na rozdíl 

od větru a deště, je intenzita slunečního záření jedním z méně limitujících aspektů. Při 

laserovém skenování není přítomnost slunečního světla nutná a zároveň ani silné 

sluneční záření zpravidla nepůsobí potíže skenerům, které jsou vybaveny optickými 

filtry pro svou pracovní vlnovou délku [11]. 

Kromě samotného počasí je i struktura lesa něčím, co působí obtíže při zachycování 

tohoto prostředí skenerem. Především je to častý zástin objektů jinými objekty. To 

hraje roli, jak při snaze zachytit co nejširší okolí z jednoho stanoviska, zároveň je ale 

problematické i skenování korun stromů, a to zejména v listnatých lesních, jejichž 

husté listoví zabraňuje paprskům projít až na vrcholy stromů. Jehličnany zpravidla tak 

husté asimilační orgány nemají a je proto snazší naskenovat jejich koruny a především 

vrcholy [11] [14].  

U MLS je potřeba zohlednit ještě několik vlastností spojených se SLAM algoritmy a 

sice, že příliš rychlý pohyb nebo rychlé otáčení se skenerem může vést k chybám ve 

výpočtu trajektorie, tvorbě artefaktů, zdvojení objektů, špatnému umístění části 

mračna ve skenu nebo rozmazání objektů. Pro lepší funkci SLAM algoritmu je tudíž 

výhodné vracet se během skenování na již navštívená místa [33,38]. To umožňuje 

orientaci algoritmu podle známého prostředí. Pokud ale skenování neprobíhalo 

správně, při opětovném naskenování stejného místa, může a často dochází k drobným 

chybám. Na sebe navazovaná bodová mračna pak mohou vykazovat vzájemný 

několikacentimetrový posun (tzv. drift) [39]. Pro náročné aplikace (inventarizace s 

vysokou přesností) se proto někdy MLS data v lese dodatečně zpřesňují pomocí 

referenčních bodů či srovnávají s několika statickými TLS skeny v klíčových místech. 

Výhodnou vlastností opětovného skenování může mimo jiné být i skutečnost, že 

vícekrát navštívené plochy mají vyšší hustotu bodů a mohou tak poskytnout lepší 

informace o stavu lesa, což lze ale také ovlivnit nastavením požadované hustoty bodů 

v nastavení používaného MLS či TLS zařízení [18,27]. 

4. Pozemní fotogrammetrie 

Jako poslední pozemní metoda DPZ použitá v rámci této práce je pozemní 

fotogrammetrie (CRP – „Close Range Photogrammetry“). Ta využívá klasické RGB 
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fotografické snímky k vytvoření 3D modelu, resp. bodového mračna prostoru. Výstupní 

data jsou tedy stejná jako z TLS či MLS, ačkoliv jejich hustota napříč vertikální 

strukturou porostu znatelně klesá[1]. Namísto aktivního vysílání paprsku se však při 

CRP pořizuje soubor překrývajících se fotografií, které pasivně zachycují zájmové 

prostředí z různých úhlů pohledu. Při dostatečném překrytí snímků lze následně použít 

algoritmy počítačového vidění k nalezení homologických bodů na víceru snímků a 

pomocí triangulace vypočítat jejich prostorové souřadnice[1,40]. K tomuto účelu je 

většinou využíván algoritmus SfM („Structure from Motion“), existují ale i jiné 

postupy, např. Semi-Global-Matching či Visual SLAM [40–42]. 

U SfM prakticky probíhá rekonstrukce ve dvou fázích – tvorba řídkého bodového 

mračna a tvorba hustého bodová mračna. Během tvorby řídkého bodového mračna 

jsou nejprve hledány výrazné body na všech fotografiích. Výraznými body lze rozumět 

především místa s velkým kontrastem, jako jsou hrany objektů, vzory aj. Hledání 

výrazných bodů probíhá na několika úrovních rozostření fotografií, čímž se podaří 

nalézt především ty body, které jsou skutečně výrazné a lze předpokládat, že budou 

viditelné i na sousedních fotografiích. K rozostření se používá filtr „Gaussian blur“. 

Z rozmazaných snímků se tvoří DoG (Difference of Gaussians), jež slouží k nalezení 

zmíněných extrémů na fotografiích (viz Obrázek 2). 

Nalezené body, označované jako „key points“, je poté nutno spárovat s ekvivalentními 

body na ostatních fotografiích, k čemuž se využívá podobnost v gradientu kontrastu 

okolo nich a zároveň odpovídající poloha relativně k ostatním bodům. Pozorováním 

rychlosti posunu bodů na sousedních fotografiích lze pomocí paralaxy určit, které body 

Obrázek 2 – Vizualizace "Gaussian Blur" a detekce výrazných bodů. 
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jsou blíž nebo dál od pozorovatele, tedy od sensoru fotoaparátu (viz Obrázek 3). 

 

Obrázek 3 – Vizualizace paralaxy a sledování pohybu dvou bodů, různě vzdálených od senzoru (Zelený bod – 
vzdálený; Červený bod – blízký). Výsledný posun bodů je nepřímo úměrný jejich vzdálenosti od fotoaparátu. 

Zároveň probíhá propojování či zarovnávání bodů ve 3D prostoru a výpočet polohy, 

odkud byl daný bod pozorován čili vyfotografován. Tento problém je nazýván „bundle 

adjustment“, snaží se o minimalizaci rozdílů mezi 2D obrazovými souřadnicemi 

v pořízených fotografiích a projekcí vypočtených 3D poloh bodů zpět do fotografie. 

„Bundle adjustment“ je často řešen algoritmy SIFT, SURF či ORB. Výsledné řídké 

bodové mračno sestává z tzv. „tie points“ a jsou teoreticky známa všechna místa a úhly 

(tj. vnější orientace fotoaparátu), z nichž byl bod pozorován. Zároveň je při „bundle 

adjustment“ sledována i vnitřní orientace fotoaparátu, která je ovlivněna např. 

zkreslením obrazu čočkou nebo ohniskovou vzdáleností objektivu. „Tie points“ jsou 

podmnožinou „key points“ a vznikly propojením „key points“ z vícera fotografií a 

uvedením do 3D prostoru, na konkrétní místo v něm. Souřadnicový systém 3D 

rekonstrukce je nicméně „pomyslný“ a neobsahuje údaje ani o geografické poloze, ani 

o absolutních rozměrech objektů, dokud tyto informace nejsou dodány pomocí měřítek 

či vlícovacích bodů [25].Celá rekonstrukce 3D prostředí z fotografií je snazší, pokud 

jsou k fotografiím zaznamenány údaje z GNSS a IMU. Tehdy je poloha fotoaparátu 

v prostoru daná, a tudíž i výsledné souřadnice 3D bodů odpovídají skutečnosti [43,44]. 

Ve druhé fázi rekonstrukce prostředí, kdy už jsou známy pozice odkud fotografie 

vznikaly i pozice bodů řídkého bodového mračna, je tvořeno husté bodové mračno. Pro 

každý obrazový bod na jedné fotografii se snaží Multi-View Stereo (MVS) algoritmus 

najít odpovídající bod na dalších fotografiích a z jejich průniku vypočítá 3D souřadnice. 

To udělá pro velké množství pixelů, čímž vzniká husté bodové mračno. To může 

dosahovat hustoty blízké počtu obrazových bodů v překrytých oblastech snímků a 

zároveň nese barevnou informaci obsaženou na původních fotografiích, což je výhodné 
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při další analýze, zejména při klasifikaci objektů, nebo např. určování druhové skladby 

porostů [1,25,45]. MVS algoritmus, který se běžně používá, je např. COLMAP MVS. 

Ten na základě řídkého mračna vytváří hloubkové mapy, které zobrazují, jak je každý 

pixel vzdálený od odhadnutých poloh fotoaparátu a s jejich pomocí, na základě shody 

z více fotografií, doplňuje body a barvy do míst, kde se pravděpodobně mají nacházet i 

v realitě [45]. Z alternativních algoritmů lze uvést PMVS, který je robustnější ale 

pomalejší a méně detailní než COLMAP. Princip jeho fungování nezávisí na tvorbě 

hloubkových map, ale na hledání shodných textur ve snímcích a postupném 

rozšiřování těchto výrazných oblastí „patchů“ [46]. Pro letecké snímky je pak 

optimalizovaný algoritmus SURE [47]. 

Takovéto bodové mračno je většinou předmětem dalších analýz s cílem určit parametry 

stromů či porostů, a tak se již většinou neprovádí tvorba polygonálního 3D modelu – 

meshe, který už není jen množinou bodů, ale povrch objektů uzavírá a jeví se jako 

souvislá plocha, případně zobrazená i s texturou získanou z fotografií [25]. 

Ačkoliv je výše popsaný průběh fotogrammetrické 3D rekonstrukce složitý, celý proces 

je dnes značně automatizovaný v softwarových balících, jako např. Agisoft Metashape, 

RealityCapture, Pix4D aj. Z uživatelského hlediska tedy stačí pořídit dostatek 

kvalitních fotografií s dostatečným, optimálně cca 80%, překryvem a software 

vygeneruje 3D bodový model scény bez nutnosti intervence uživatele. Z hlediska časové 

náročnosti je fotogrammetrie výpočetně intenzivní – zpracování stovek fotek může 

trvat hodiny až dny, ale s moderní optimalizací GPU je to zvládnutelné. V terénu je 

focení poměrně rychlé, ale stále většinou pomalejší než laserové skenování velké 

plochy, na níž se musí udělat velké množství fotografií s dostatečným překryvem. Na 

druhou stranu pro malé úlohy, zhruba o velikosti tradiční kruhové zkusné plochy (<10 

arů), může být fotogrammetrie efektivnější než stěhovat TLS [1]. Překryv fotografií je 

však jen jedním z faktorů, které ovlivňují přesnost 3D rekonstrukce. Ve spojitosti s ním 

je vhodné uvést, že pro lepší hloubkovou přesnost se doporučuje, aby rozestup mezi 

sousedícími fotografiemi byl zhruba mezi 60 až 180 % vzdálenosti k objektu [48]. 

Jinými slovy, při příliš velkém překryvu fotografií hrozí vznik placaté 3D rekonstrukce.  

Větší počet fotografií z různých míst obecně zvyšuje kvalitu – jednak pokryjí lépe 

všechny části prostředí, jednak platí, že bod viděný na více snímcích má přesnější 

výslednou polohu (průměrováním chyb). Ukazuje se, že když je každý bod vidět aspoň 

na přibližně 8 snímcích, přesnost výrazně stoupá, zatímco bod viděný jen na dvou 

snímcích je náchylný k chybě [25]. 

Je nutno také brát v úvahu, že nelze zachytit v modelu detaily podrobnější, než jaké 

jsou v pixelu zachycené fotografie. Přesnost tak může být v řádu milimetrů, ale také 

horší, zejména s rostoucí vzdáleností fotoaparátu od objektu a je závislá i na rozlišení 

fotoaparátu. Tyto parametry lze do značné míry ovlivnit přizpůsobením použitého 
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zařízení či obcházené trajektorie při samotném fotografování. Lesní prostředí ale skýtá 

další řadu faktorů, které lze ovlivnit méně, přesto jsou důležité pro úspěšnou 

fotogrammetrii. Např. opakující se vzory na fotografiích, což mohou být podobné 

stromy v monokulturním lese, mohou mást algoritmus pro párování bodů, podobně 

jako změny v osvětlení prostředí a odlesky [25,49]. Vlivem zastínění a silného 

slunečního svitu mohou být fotografie v některých částech přesvětlené a jinde tmavé, 

což ztěžuje nalezení shodných bodů. Kvůli absenci specifických gradientů v těchto 

místech a ve velkém šeru je RGB fotogrammetrie zcela nefunkční. Ideální jsou 

podmínky s rozptýleným světlem, nebo teoreticky i vyfotografování scény s expoziční 

bracketingem. Pokud mezi snímky dojde k výrazné změně osvětlení, třeba vlivem 

oblačnosti, může se model rozdělit na části se vzájemným posunem [50].  

Velkým nepřítelem fotogrammetrie je pohyb objektů, nejčastěji způsobený větrem. Ten 

může znemožnit párování „key points“. Pokud např. vítr pohne větví, její obrazová 

projekce se mezi fotkami liší a software ji nemusí spárovat správně – může z toho 

vzniknout zdvojená nebo zvětšená struktura v mračnu, tzv. „artefakt“. Pro 

minimalizaci těchto chyb se fotí v co nejkratším časovém úseku, případně se v softwaru 

filtrují body s velkou rekonstrukční chybou [1,25]. 

Kvalitně provedená pozemní fotogrammetrie dokáže poskytnout velmi detailní bodová 

mračna – v malém rozsahu srovnatelná i s TLS. Například rekonstrukce stromu z 

fotografií s vysokým rozlišením může mít vzdálenost mezi body na kmeni i pod 1 cm 

[26]. Nicméně v praxi v lese často hustotu limituje to, že ne všechny části jsou stejně 

pokryté – některé plochy, např. vyšší partie kmene, mívají bodů méně [51].  

Přesnost fotogrammetrických měření v lese může být překvapivě dobrá: například 

odhady DBH (průměrů ve výčetní výšce) mívají RMSE kolem 1–3 cm, což je 

srovnatelné s TLS [26,51,52]. Výšky stromů lze fotogrammetrií odhadnout hůře, 

protože vrcholky zpravidla nejsou zdola dostatečně viditelné – zde má výhodu TLS či 

letecká fotogrammetrie. Vědecké výsledky pozemní fotogrammetrie z přístupu 

využívajícího SfM, aplikovaného na dospělé lesní porosty, nejsou dostupné.  

Zmiňovaná vysoká přesnost fotogrammetrie ve srovnání s TLS se zpravidla pojí 

s relativně vysokou časovou náročností, danou nutností navštívit většinu zájmového 

území z blízkosti jednotek metrů, neustálou nutností dodržovat podmínky pro správný 

sběr fotografií, nepočítaje časovou náročnost zpracování fotografií, zejména při vzniku 

potíží s propojením fotografií [49]. Z tohoto důvodu je potřeba preferenci pozemní 

fotogrammetrie před laserovým skenováním dobře zvážit při plánování sběru dat. 

B) Parametry odvozované z 3D bodových mračen 

Jak již bylo uvedeno, tvorba 3D bodových mračen je teprve prvním krokem k získání 

informací o lesních porostech a jednotlivých stromech. Parametry, které jsou obvykle 
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určovány nejen pro účely inventarizace lesa, budou v následující kapitole stručně 

popsány jak metodicky, tak pomocí výsledků dosažených ve vědeckých publikacích. 

Jelikož se disertační práce zaměřuje zejména na parametry jednotlivých stromů, bude 

kladen důraz především na ně, a to za využití 3D dat. Některé parametry je možné 

odvozovat i např. z 2D fotografií, což však není zájmem této práce.  

1. Detekce jednotlivých stromů v bodových mračnech 

Velmi často samotnému odvození stromových veličin předchází výšková normalizace 

bodového mračna a také segmentace jednotlivých stromů z bodového mračna. Tyto 

kroky, především segmentace individuálních stromů, jsou velmi důležité a lze říci, že 

větší vliv na přesnost odvozených parametrů má kvalita segmentace stromů 

z bodového mračna, než použitá metoda odvození DBH či výšky [53]. Proto bude 

v první části kapitoly rozebírána právě detekce stromů a teprve pak určení jejich 

parametrů. Je potřeba podotknout, že některé metody detekce stromů nebo kmenů 

poskytují přímo i další parametry, především DBH, tak se rozdíl mezi segmentací 

kmene a výpočtem jeho parametrů může smývat. 

Detekce a segmentace stromů („Individual Tree Detection and Segmentation“, „ITDS“) 

z pozemních LiDAR dat, je klíčová pro automatizovaný sběr stromových parametrů. 

Pozemní metody DPZ zachycují les z bočního pohledu a s vysokou hustotou bodů, což 

umožňuje zachytit detailní strukturu kmenů, větví i podrostu. Poskytují tak 

kompletnější 3D informace o stromech než letecké metody [54]. Obecně je ale lesní 

prostředí velmi složité a jeho vlastnosti, jako překryvy sousedních stromů a přítomnost 

polykormonů, komplikují segmentaci. Moderní přístupy se proto často snaží detekovat 

kmeny a až následně přiřadit zbývající body ke správnému stromu [9,55].  

Níže jsou uvedeny hlavní metody detekce stromů, včetně jejich principů, výhod a 

nevýhod. Větší pozornost si v této disertační práci metody zaslouží kvůli snaze o jejich 

porovnání s algoritmem použitým v programu DendRobot [56], který je součástí 

výsledků této práce. 

Metody detekce stromů využívají algoritmy analýzy shluků bodů k rozdělení bodového 

mračna na skupiny odpovídající jednotlivým stromům. Přitom pracují přímo se 

strukturou bodového mračna a jsou nezávislé na jiných vstupních datech, jako jsou 

například předem trénované klasifikační modely. 

Samotná analýza pak zpravidla začíná identifikací první části kmene, k níž se následně 

přičleňují další části kmene a koruna. Kmen bývá snadno identifikovatelný díky své 

vysoké hustotě bodů, která je na něm výrazně vyšší než hustota bodů na slabých větvích 

nebo asimilačních orgánech. To je obzvláště výhodné při zkoumání hustých lesních 

porostů, v nichž postup tímto způsobem dosahuje dobrých výsledků. Výhodná může 

být také možnost odfiltrování příliš malých shluků, tedy zpravidla šumu, což umožňuje 



 

21 
 

odstranit shluky představující listí nebo keře, zároveň ale může vést k odstranění 

potenciálně zajímavého zmlazení či tyčkoviny. Ačkoliv je detekce samotných kmenů 

tímto způsobem přesná, při snaze o přiřazení koruny ke kmeni dochází často ke 

splynutí vícera korun nebo naopak rozdělení jedné koruny na vícero [54,57,58]. To lze 

do jisté míry ošetřit přidáním pravidel, jako že každý strom musí mít jeden kmen, 

definovaný počátečním bodem („seed point“) nebo že se kmeny nemohou nahoře 

spojit, pokud dole byly odděleny [54,59].  

Pro nalezení kmenů je často používán algoritmus DBSCAN („Density-Based Spatial 

Clustering of Applications with Noise“), aplikovaný na horizontální výseč z bodového 

mračna, obvykle přibližně ve výšce 1,3 metrů nad zemí, nebo i v několika výškách nad 

zemí pro každý strom. Využití výsečí z vícera výšek usnadňuje správnou detekci stromů 

i v případech u sebe blízko rostoucích stromů nebo při absenci bodů kmene kvůli 

zakrytí křovinami či jiným tělesem. Po nalezení počátečních shluků kmene následují 

další kroky, přiřazující okolní body kmene ve vertikálním směru, čímž se zajistí 

segmentace stromu od paty až ke špičce [55,59,60]. Lze k tomu používat „K-Nearest 

Neighbours“ (KNN), Region growing i jiné méně běžné postupy, jako např. „metodu 

nejkratších cest“ vycházející z ekologického vztahu koruny a kmene [61], iterativní 

hustotní clustering v cylindrických objemech [62], či fuzzy C-means shlukování [63].  

Ve spojení s clusteringem některé studie ještě popisují využití počátečních bodů jako 

východisek pro RANSAC (Random Sample Consensus) fitování válců a přímou detekci 

kmenů a jejich sklonu, což má oproti využívání 2D reprezentací mračna výhodu při 

zpracování nakloněných stromů [54]. Tehdy algoritmus náhodně vybírá podmnožiny 

bodů a hledá parametry válce, nejlépe popisující většinu bodů kmene. Alternativně lze 

využít fitování dvou kružnic na horní a dolní konec výseče kmene, což také vede k 

definici válce popisujícího kmen. Výhodou nahrazení skutečného kmene válcem je 

efektivní odfiltrování šumu a zlepšení identifikace stromů díky získání údajů o 

naklonění stromu [54,64]. To je situace, v níž metody pracující s 2D zobrazením 

mračna častěji selhávají. Výhodou je i přímé získání dalších parametrů, kdy z fitnutého 

válce lze rovnou číst tloušťku či sklon kmene. Citlivost na počáteční nastavení je menší 

než u klasického clusteringu. Nevýhodná je však výpočetní náročnost iterativního 

fitování válců na kmeny [54]. Koruny se obvykle přiřazují podle vzdálenosti bodů k ose 

příslušného válce nebo pomocí biologických pravidel a souvislostí mezi DBH, výškou 

stromu a velikostí jeho koruny, které definují obvod, v němž se pravděpodobně nachází 

všechny body stromu, mohou ale vést k přehlédnutí stromů nižšího dřevinného patra. 

Velmi podobně funguje postup pracující s CHM („Canopy Height Model“) a delineací 

korun z něj. Korunové projekce přiřazené k nalezeným kmenům pak slouží jako 

podklad pro vyjmutí stromu z bodového mračna. Opět ale dochází k přehlédnutí 

stromů, jejichž koruna není na CHM viditelná [54,59,60,64].  
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V posledních letech došlo k výraznému pokroku v segmentaci jednotlivých stromů z 

LiDAR dat za využití neuronových sítí. Klasické metody popsané výše dokážou při 

pečlivém nastavení parametrů poskytnout dobré výsledky, zejména v méně hustých 

porostech. Ve složitějších podmínkách je ale vhodné ladění vstupních parametrů, což 

může klást vyšší časové nároky. Metody využívající hluboké učení naopak nabízejí vyšší 

robustnost v komplikovaných scénách s překryvy korun, a postupně překonávají limity 

ručně navržených algoritmů. Také při jejich použití není nutné ručně ladit parametry 

algoritmů, protože model umělé inteligence tento vstup nevyžaduje a rozeznává 

objekty na základě trénovacích dat. Modely hlubokého učení umí buď přímo 

segmentovat celé stromy nebo nacházejí kostru stromů, k níž se později přiřazují i 

okolní body vegetace na základě vzájemné vzdálenosti, čímž vzniknou kompletní 

bodová mračna jednotlivých stromů [65–67]. 

Často používanými neuronovými sítěmi určenými k analýze 3D dat jsou PointNet nebo 

PointNet++, kdy PointNet++ má schopnost sémantické segmentace, tedy hledání 

stromů v původním bodovém mračnu porostu [67,68]. Obecně je však používání 

metod strojového učení náročné na tvorbu vstupních dat a jejich aplikovatelnost může 

být limitovaná jen na data ze stejného snímače jako trénovací data a na geografickou 

oblast. Jejich aplikaci komplikuje velká výpočetní a časová náročnost trénování i 

klasifikace [50].  

2. Stromové parametry 

V následujícím textu již bude věnována pozornost stromovým parametrům, které 

nejvíce souvisí s tématem této práce a zároveň poskytují zajímavé informace nejen 

oboru inventarizace lesa, ale také ochraně lesa proti biotickým či abiotickým vlivům, 

případně i pro ekologické aplikace. 

• Výčetní tloušťka (DBH – Diameter at Breast Height)  

Jedná se o základní údaj lesnické inventarizace. Jeho získání předchází výšková 

normalizace bodového mračna, po níž je možné určit přesnou výšku kteréhokoliv bodu 

nad terénem. Pro získání DBH se pak z bodového mračna vyjímají výseče kmenů 

z výšek okolo 1,3 metrů nad zemí a jejich optimální tloušťka je, dle předchozích studií, 

7 cm [51,69,70]. Tyto výseče jsou pak zpracovány buď jako 3D objekt nebo převedeny 

do 2D ignorováním „z“ souřadnice. V obou případech lze provést fitování, ve 3D však 

hrozí, že výsledný, fitovaný objekt, kružnice, elipsa nebo válec, nebude ani přibližně 

rovnoběžný s terénem. Jako nejlepší řešení fitování totiž může vyjít např. kružnice 

svislá k terénu. S použitím 2D výseče zase může dojít k chybě výpočtu u nakloněných 

stromů, kdy výseč nabývá eliptického tvaru a fitování kružnice nebude přesné. Správné 

rozhodnutí o použití 2D či 3D přístupu má tedy vliv na výsledky určení DBH za cenu 

ovlivnění výpočetní doby a složitosti implementace. Větší náročnost se spojuje i s větší 
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množinou použitých bodů, která ale vede k snížení vlivu mezer nebo výkyvů v datech, 

např. přítomností větví nebo neúplného naskenování obvodu kmene [53,71]. 

Běžně používané fitovací metody využívají Least Squares Fitting (metoda nejmenších 

čtverců), RANSAC, Houghovu transformaci, hledání konvexního obalu (Convex hull), 

nebo metody založené na sledování gradientu a optimalizaci vzdálenosti bodů od 

referenčního tělesa [72,73]. Tyto metody se liší svou robustností proti šumu ve výsečích 

kmene a tím pádem i dosahovanou přesností. Velmi často se využívá RANSAC a 

Houghova transformace, které jsou odolnější vůči vlivu šumu, ale za cenu vyšší 

výpočetní náročnosti, která se projevuje zejména při použití ve 3D [65,71]. Nalezení 

nejlepšího řešení RANSAC může vyžadovat porovnání milionů kombinací, a proto se 

zpravidla provádí jen omezený počet pokusů z nichž výsledkem je ten s nejmenší 

chybou. 

Metody určení DBH založené na LiDAR i fotogrammetrii dosahují vysoké přesnosti. 

Například shoda DBH odvozeného z TLS s terénním měřením je R2 = 0.9–0.97 [74,75].  

TLS tak umožňuje získat DBH pro každý strom v podrostu rychle i přesně, a dále 

posloužit k výpočtu kruhové základny, zásoby dřeva a biomasy.  

• Výška stromu  

Výška stromu se stanoví jako vzdálenost nejvyššího bodu daného stromu od terénu, 

přičemž se předpokládá, že strom nebo jeho vrchol, je již odlišen od ostatních jedinců 

[75]. Výhodou určení výšky z pozemního LiDAR skenování, nikoliv však z pozemní 

fotogrammetrie, je objektivní a přesný výsledek, který není zatížen subjektivním 

odhadem, jako u měření výškoměrem [76]. Teoreticky je dosažitelná přesnost 

v jednotkách centimetrů, nicméně vlivem zástinu skeneru se může stát, že vrchol 

stromu nebude zachycen a dojde k podhodnocení výšky [1,77]. Oproti leteckému 

LiDAR skenování umožňují pozemní přístupy zachycení výšek stromů z nižších pater 

dřevinné vegetace a tím pádem je pozemní přístup vhodnější i do komplexnějších 

porostů [78].  

Při dostatečném pokrytí vrcholu stromu lze pomocí TLS získat výšku s chybou 

zpravidla do 1–2 metrů (RMSE ~1.5 m, tj. 92% přesnost oproti referenci) [75,77]. Je 

nutné však podotknout, že výška je často porovnávána s ručním měřením výškoměrem, 

což není dostatečně objektivní zdroj referenčních dat k porovnávání výsledků. Přesnost 

určování výšky z LiDAR tak zřejmě bude vyšší, než jakou nedestruktivní metody 

porovnání vykazují [28,76]. 

Ve výsledku MLS a TLS poskytují velmi přesné údaje o výškách stromů, pokud je dobře 

zachycen vrchol. To je typicky snadné pro nižší a středně vysoké stromy, nebo tam kde 

je řidší zápoj. U velmi vysokých nebo hustých porostů může být potřeba počítat 

s doplněním dat o LiDAR sken z dalších stanovisek nebo akceptovat, že výšky mohou 

být podhodnocené vlivem zastínění skeneru. Navzdory tomu může poskytnout 
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kompletní výškové údaje pro celé spektrum stromů v lese a to velice přesně a 

objektivně [75]. 

• Kmenový profil  

Kmenový profil, popisující tvar kmene, ve smyslu souboru průměrů kmene v různých 

výškách, lze z TLS mračna odvodit metodami jako jsou kvantitativní strukturální 

modely (QSM) nebo sekvenčním fitováním válců či kruhů do výřezů z kmene, které se 

principiálně neliší od výpočtu DBH. Výsledkem je morfologická křivka kmene, z níž lze 

identifikovat odchylky tvaru, např. kořenové náběhy, které je pak možné zahrnout do 

výpočtu přesného objemu dříví. Taková analýza v oblasti koruny stromu často naráží 

na problém se zavětvením kmene, kdy větve kmen zakrývají, brání jeho kompletnímu 

naskenování a také komplikují segmentaci kmene od větví. Každopádně jsou získané 

údaje důležitým podkladem pro přesný výpočet dřevní zásoby a pro studium 

mechanické stability stromu. Např. metodou QSM, která postupně nahrazuje celé 

bodové mračno odpovídajícími válci, lze z LiDAR dat určit průměr kmene v libovolné 

výšce, stejně jako objem hroubí a nehroubí a tím pak i výtvarnici. Je nutno podotknout, 

že určení kmenového profilu z LiDAR má velký potenciál pro zpřesnění výpočtů 

objemů dříví [79,80]. Dosud je velký důraz kladen především na zjištění tloušťky 

v prsní výšce, to ale nevyužívá celý potenciál 3D dat, který bude v následujícím textu 

dále rozebrán.  

• Objem kmene a větví  

Odhadem tvaru kmene, např. pomocí QSM modelu, lze přesně vypočítat nejen 

objem kmene, ale i větví. QSM rozkládá celý strom na malé válce a rekonstruuje 

architekturu stromu od kmene až po nejmenší větve, přičemž je schopen kmen i větve 

vzájemně odlišovat. Sečtením objemů těchto válců, lze přesně vypočítat příslušný 

objem dřevní hmoty [80,81]. Porovnání objemu zjištěného z 3D dat s objemem 

z objemových tabulek či destruktivního měření vykazuje dobrou shodu, s chybami 

v jednotkách procent. QSM modely jsou tím pádem schopné nedestruktivním 

způsobem poskytnout informace o celkové nadzemní biomase stromu („Above-Ground 

Biomass“; AGB) [79,81,82]. Možnost přesného určení objemu pomocí LiDAR je 

považována za příležitost kalibrovat a zpřesňovat tradiční alometrické rovnice, jelikož 

studie ukázaly, že 3D model kmene a větví z laserového skenování výrazně zlepšuje 

odhad nadzemní biomasy oproti empirickým rovnicím a odhaluje v nich systematické 

chyby [81].  

• Počet větví a hierarchie větvení 

Krom objemu kmene a větví, je ze 3D dat možné automaticky extrahovat také 

informace o hierarchii větvení (tzv. řády větvení), počty větví, jejich délky, tloušťky 

nebo i úhly, pod kterými na sebe větve vzájemně nasedají [79]. K tomuto účelu lze 
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využít již zmíněné QSM, ale také algoritmy pro skeletonizaci, tj. tvorbu kostry stromu 

[83]. 

Zmíněné vlastnosti jsou důležité pro porozumění architektuře stromu a jeho růstu. 

Porovnáním takovýchto dat s ručním destruktivním měřením potvrdilo, že počty a 

délky větví lze získat s chybou RMSE ~0.6 m pro délku větví a ~3 cm pro tloušťku větví 

[79]. Uvedené informace jsou nicméně vhodné např. pro modely odolnosti vůči větru, 

k výpočtům rozložení biomasy v koruně, ekologickým výzkumům a mohou indikovat 

dokonce i druhové rozdíly [79,84]. 

• Určení druhu dřeviny 

Určení druhu dřeviny ze 3D dat je velmi důležitým, ale obtížným úkolem. Pro použití 

správných objemových rovnic nebo pro plnohodnotný odhad zásoby porostu je nutné 

znát i jeho druhové složení porostu. K tomuto účelu lze využít buď parametry 

architektury jako tvar koruny a způsob větvení [84] nebo spektrální informaci 

obsaženou ve fotogrammetrických datech [85]. Výzkum prokázal, že pomocí 

parametrů jako je výška stromu, štíhlostní koeficient (h/d), velikost a objem koruny, 

úhly nasazení větví, index listové plochy („Leaf Area Index“; LAI) a dalších, je 

možné rozlišit menší počet druhů s přesností od 77 % do 90 % [84].  

Jinou možností, jak klasifikovat dřevinné druhy je za využití algoritmů strojového 

učení. Ty automaticky klasifikují druhy stromů přímo z mračna bez nutnosti definovat 

konkrétní analyzované parametry. Rozlišovat lze dva dílčí přístupy, buď klasifikaci 

přímo na základě 3D dat nebo na základě 2D projekcí bodových mračen. Druhý přístup 

prakticky vytvoří snímky individuálních stromů ze stran a na základě těchto 

„fotografií“ probíhá klasifikace [86]. Tímto 2D přístupem byla úspěšně provedena 

klasifikace 4 druhů s 95.6% úspěšnosti [86].  

Alternativně se zpracovává přímo 3D bodové mračno pomocí tzv. „point-based neural 

networks“, kterou je např. PointNet++. Tyto přístupy jsou zatím méně přesné než 2D 

projekce, ale rychle se zdokonalují [87,88].  

Metody strojového učení umí samy objevit klíčové rysy ve struktuře stromu a využít je 

ke svému účelu. Nelze však přesně určit na základě čeho se rozhodují a k úspěchu je 

potřeba velkého množství trénovacích dat. 

• Zdravotní stav  

Podobně obtížným úkolem je i určování zdravotního stavu stromů, ať už jde o 

klasifikaci živých a mrtvých stromů nebo hledání poškození kmene. Postupovat lze 

opět na základě geometrických pravidel, za využití strojového učení [89] a v případě 

použití fotogrammetrie i ze spektrálních informací. 
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Relativně jednoduchým úkolem v rámci této problematiky je detekce odumřelých 

stromů, která může probíhat na základě analýzy intenzitu odrazu LiDAR paprsků nebo 

na základě průběhu „kmenového profilu“. Intenzita odrazu je vyšší u mrtvých stromů, 

neboť je nezakrývají asimilační orgány, může chybět borka a světlý kmen lépe odráží 

laserové paprsky. Na základě geometrie, tedy „kmenového profilu“ zohledňujícího i 

přítomnost větví, lze zase pozorovat absenci větví v korunách a zmenšení koruny. Jinou 

možností je odhalování neolistěných stromů v letním období, opět za využití intenzity 

odrazu laserových paprsků [90–92]. 

Podrobnější zdravotní stav živých stromů bývá odvozován na základě hustoty listoví 

v koruně. TLS je schopné detekovat defoliaci porovnáním mračen týchž stromů před a 

po opadu listí. Z takovýchto dat byl úspěšně zjištěn úbytek listové plochy vlivem 

napadení hmyzem mezi dvěma sezónami, což se projevovalo i poklesem projekční 

plochy koruny o desítky procent [92]. Dále lze uvést snahu o detekci poškození kmene 

jako jsou rány, dutiny, oloupaná kůra či požárem poškozené části z MLS skenování 

v kombinaci s fotogrammetrií. Zjistit lze počet a délku ran na kmeni, a ve srovnání 

s terénním průzkumem se ukázalo, že metody jsou z mračna schopny detekovat 

zejména větší poškození do 10–15 m výšky kmene. Do budoucna tak tato metoda může 

nahradit vizuální hodnocení zdravotního stavu kmene a umožnit sledování vývoje 

poškození v čase opakovaným skenováním [93]. 

• Další parametry 

Kromě výše popsaných parametrů se z bodových mračen určují i mnohé jiné 

parametry, které mohou zpřesnit výpočet zásoby dříví, porostních parametrů nebo 

posloužit při ekologických výzkumech. Mezi ně patří i odvození velikosti koruny a 

plochy korunové projekce pro odhad konkurence mezi stromy, zástinu půdy, potažmo 

využití produkční plochy porostu. Pro takový účel se z LiDAR mračna určují projekce 

korun, např. pomocí konvexního obalu každé koruny stromu [59,94]. Provádět takové 

analýzy lze jak přímo na 3D bodových mračnech segmentovaných stromů, tak na 

rasterizované podobě (2D) bodového mračna porostu/ stromu, připomínající pohled 

z letadla. 

Výška nasazení koruny je také zajímavý parametr, který do jisté míry souvisí s popisem 

kvality dříví, potenciální sortimentací kmene nebo s ochranou lesa proti polomům a 

požárům. Zjišťuje se z vertikálního profilu bodového mračna stromu, buď podobně 

jako při detekci mrtvých stojících stromů, nebo např. analýzou bodové hustoty kmene 

a koruny, která se začne lišit v místě nasazení koruny [59,94]. Studie na TLS datech 

prokázaly, že výšku nasazení koruny lze takto měřit s přesností kolem RMSE 1 m a 

koeficientem determinace 0.84 [75].  

O něco složitější analýzou může být vypočten objem a povrch koruny, který je 

používaný pro odhady biomasy a uhlíku v koruně a také koreluje s plochou 
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asimilačních orgánů. Z TLS mračna lze povrch koruny získat jako povrch jejího 3D 

konvexního obalu, zatímco objem koruny jako objem 3D konvexního obalu všech bodů 

koruny [95]. To však může nadhodnotit objem kvůli zahrnutí prázdných prostor uvnitř 

koruny. Přesnější je tedy metoda konkávních obalů v řezech („concave hull by slices“), 

kde je objem sumou všech dílčích segmentů, zohledňujících mezery [95].  

Zmíněná plocha asimilačního aparátu, z níž se odvozuje i Leaf Area Index (LAI), patří 

k morfologickým charakteristikám spojeným s fotosyntetickou kapacitou. Získání této 

informace přímo z TLS je poměrně náročné, ale možné. Vyžaduje to segmentaci bodů 

listí od dřeva a následné odvození plochy listů. Jednou z cest je využít rozdílů mezi 

skenem v zimě (bez listí) a v létě [92] nebo využít algoritmů strojového učení 

vytrénovaných pro tento účel [96]. Hodnoty LAI z LiDAR skenování dobře korelují 

s tradičními metodami jako je např. hemisférická fotografie [97]. 

3. Porostní parametry 

3D bodová mračna jsou dostatečně detailním podkladem pro získání již zmíněných 

parametrů jednotlivých stromů, proto je možné z nich odvodit i metriky popisující celé 

porosty. Ať už na základě výsledků z analýzy jednotlivých stromů nebo z analýzy 

samotného kompletního bodového mračna lze z pozemních metod DPZ vypočítat 

běžně používané parametry, s výhodou objektivního a automatického zpracování. 

Jedním z parametrů lesního porostu, který lze získat, je počet stromů a na něm závislá 

hustota porostu. Bodové mračno z pozemního skenování lze rozdělit na jednotlivé 

stromy dříve popsanými algoritmy pro segmentace kmenů [59,60,79]. Tím je odvozen 

počet stromů i jejich prostorové rozmístění. Z této informace lze pak odhadovat 

hustotu porostu ve smyslu počtu stromů na hektar či menší plochu, a tuto informaci 

zohlednit např. při stratifikaci. Pozemní přístupy DPZ dokáží odhalit také stromy 

v podrostu. Proto je možné odvozovat i míru zmlazení či blíže zkoumat vertikální 

rozložení, tedy patrovitost porostu [75,98]. Velmi husté porosty však mohou bránit 

v naskenování všech jedinců, proto je často nutné skenovat z více stanovišť TLS nebo 

využít MLS k obcházení překážek a detailnímu naskenování všech zákoutí. 

Po úspěšné segmentaci individuálních stromů a výpočtu jejich tlouštěk je samozřejmě 

možné velmi přesně vypočítat také kruhovou základnu a střední tloušťku porostu. 

Studie ukazují velmi dobrou shodu TLS odhadů kruhové plochy porostu s tradičními 

inventurami a chybu RMSE asi 1 m2 na hektar [74]. Není tedy problémem vytvořit 

frekvenční rozdělení DBH pro celé skenované území. Podobně jako v případě počtu 

stromů, v hustých porostech mohou mít odhady uvedených parametrů mírně vyšší 

chybu kvůli absenci tenkých stromků [74]. Nicméně, stále jsou poskytnuty cenné 

informace pro inventarizaci lesa nebo ekologické výzkumy. Obdobně je možné 

postupovat i při výpočtu střední či horní výšky porostu, kteréžto parametry mohou být 

odvozovány na základě znalosti výšek všech stromů v porostu, což je při tradičních 
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postupech měření lesa z časových důvodů nevýhodné. Díky pozemnímu DPZ je tak 

možno vytvářet poměrně automatizovaně i přesné výškové křivky porostu na základě 

měření výšek s chybou okolo jednoho metru oproti tradičnímu postupu, což přináší 

nové příležitosti do oboru modelování růstu lesa [74,75,77]. 

Zajímavým parametrem, který lze vypočítat z bodového mračna, popřípadě z jeho 2D 

projekce, je pokrytí plochy porostu korunovým zápojem, tj. projekcemi korun stromů.  

Z MLS a TLS lze tento parametr odhadnout buď agregací projekčních ploch 

jednotlivých korun, pokud stromy byly segmentovány, nebo nepřímo, analýzou TLS 

bodů mířených vzhůru. Druhý způsob porovnává to, kolik paprsků prošlo korunovým 

zápojem vs. kolik se jich odrazilo od listí [99]. Obě metody dávají podobný výsledek – 

např. horizontální pokryv projekcemi korun, se s rozdíly v jednotkách procent, 

shodoval s tradičními odhady využívajícími fotoaparáty s objektivem typu „rybí oko“. 

Zápoj určený z TLS je přitom detailnější, lze ho určit pro libovolnou část porostu a 

identifikovat i malé mezery [75,94,99]. 

Jak je z výše popsaných skutečností patrné, potenciál 3D dat pozemního skenování je 

velký a je předmětem výzkumu nesčetných prací. Použití dílčích algoritmů, 

popisovaných v těchto pracích je ale často obtížné, zejména pro zájemce bez zkušeností 

s programováním nebo bez dostatečně výkonného počítače. Tyto aspekty, po boku 

vysoké pořizovací ceny laserových skenerů, jsou zřejmě hlavními příčinami toho, proč 

metody DPZ pronikají do praktického využívání v lesnictví pozvolna a jsou spíše 

předmětem lesnického výzkumu [9].  

C) Existující softwarové nástroje 

Ve snaze zpřístupnit analýzu 3D bodových mračen širší veřejnosti vznikají různá 

softwarová řešení, která mají nabídnout přívětivé rozhraní, skýtající možnost 

automatických analýz dat. Některé z těchto programů, zejména open-source, proto 

budou představeny v následující části této práce. 

1. Samostatný software 

• 3DFIn (3D Forest Inventory) 

3DFIn je v současnosti pravděpodobně nejlépe dostupným softwarem pro 

inventarizaci lesa. Je dostupný jako samostatný software nebo jako plugin do 

programu CloudCompare. 3DFIn slouží k automatické detekci kmenů, jejich poloh, 

výšek a tlouštěk. Algoritmus programu lze nastavit změnou různých volitelných 

parametrů, je však vytvořen tak, aby to pro základní analýzu nebylo nutné. Zpracovat 

lze jakékoliv bodové mračno z pozemního laserového skenování nebo fotogrammetrie, 

a to s uváděnou chybou určení tloušťky pod 2 cm a takřka 100% úspěšností detekce 

stromů [9]. 
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Průběh detekce stromů je založený na vyjmutí výseče z bodového mračna, a to 

v předem nastavené výšce, např. 0.5 až 4.5 metrů nad zemí. Pro tuto výseč je spočítána 

geometrická vlastnost „Verticality“ [100] o rozpětí 0 až 1. S její pomocí je možné 

snadno identifikovat svislé (~1) nebo vodorovné objekty (~0). Po odfiltrování 

nevertikálních struktur je provedeno dočištění, které pomocí clusterovacího algoritmu 

DBSCAN nachází jednotlivé souvislé objekty a pokud jsou příliš malé, odstraňuje je. 

Zároveň jsou takto od sebe odlišeny i jednotlivé kmeny.  

Výpočtem průběhu osy kmenů a jejím protažením je pak provedeno přiřazení 

zbývajících bodů bodového mračna k jednotlivým stromům. Aby se předešlo 

propojováním korun vícera stromů, provádí se voxelizace a odstranění příliš řídkých 

voxelů okolo kmene. Není však cílem přesně segmentovat celý strom. V dalším kroku 

je vypočtena výška stromu, což je prostá výška nejvyššího bodu stromu nad terénem. 

Pomocí 3DFIn lze vypočítat tloušťky stromů v libovolné výšce, avšak program neřeší 

problémy vzniklé přítomností koruny, pročež výsledek obsahuje přesné údaje o kmeni 

jen do výšky nasazení koruny [9]. 

Výsledky analýzy jsou na závěr exportovány jako .csv nebo .xlsx soubor a jsou tak 

snadno dostupné a čitelné. 

• 3D Forest 

Zajímavým nástrojem pro analýzu bodových mračen je 3D Forest, dostupný jako 

samostatný počítačový program s přehledným uživatelským prostředím. Program je 

schopen automatické segmentace stromů, výpočtu jejich základních, ale i pokročilých 

metrik a podporuje i jiné specifické analýzy lesního prostředí. 

Kromě DBH a výšky stromů je možné pomocí programu analyzovat koruny, tj. objem, 

povrch či projekce koruny a také jejich vzájemné prolínání v podmínkách hustších 

porostů. Velmi zajímavá je možnost tvorby QSM modelů a s nimi související 

sortimentace výřezů kmene [59].  

Princip detekce jednotlivých stromů je založen na postupném skládání výřezů stromu. 

Na základě blízkosti k předchozímu, nižšímu výřezu a také pomocí úhlu mezi jejich 

centroidy se postupně skládá celý strom a dochází k efektivní segmentaci.  

Výpočet DBH je v programu možný dvěma způsoby fitování kružnice. Pomocí 

Houghovy transformace nebo metodou nejmenších čtverců, využívající 10cm výseč 

kmene v prsní výšce, případně i v dalších výškách, má-li býti rekonstruovaná 

morfologická křivka kmene [59].  

Program nabízí nástroje pro pokročilou analýzu dat, není však zamýšlen jako zcela 

automatizovaný algoritmus, provádějící všechny dostupné analýzy najednou. Nutné je 

také uvést skutečnost, že je program poměrně nestabilní a dochází k jeho častým 

selháním. 
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• Computree 

Computree je samostatný počítačový program s grafickým rozhraním, použitelný jako 

modulární rozhraní pro vlastní analýzy. Filozofie stojící za jeho vznikem si zakládá na 

možnosti zpracovávat data lesního prostředí v jednom programu, v jednom řetězci, 

podporujícím bodová mračna, 3D objekty a vektorové i rastrové GIS vrstvy.  Uživatel 

si tak vytváří z dostupných funkcí a pluginů vlastní workflow, automaticky provádějící 

určitou analýzu jeho dat, umožňující například i tvorbu QSM, výpočty DBH, výšky, 

segmentaci korun stromů, výpočet porostních charakteristik aj. [101,102] 

• CloudCompare 

Jak již bylo uvedeno, CloudCompare v sobě zahrnuje program 3DFIn, ale také jiné 

pluginy, použitelné pro lesnictví, zejména „treeseg“ [60], určený pro automatickou 

segmentaci stromů z bodového mračna. Nicméně, jako soubor mnoha nástrojů pro 

analýzu bodových mračen, 3D objektů a vektorových GIS vrstev, je CloudCompare 

vhodný pro široké spektrum aplikací. Jeho potenciál je založen na možnostech výpočtů 

geometrických vlastností objektů, rasterizaci, ba dokonce automatické klasifikaci 

objektů ve 3D prostoru. Ačkoliv není tento program specializovaný na lesnictví, stále 

se jedná o nástroj, s jehož pomocí lze provádět manuální či automatizované analýzy 

dat. Důležitou součástí programu je „Command line mode“, který umožňuje 

naprogramování složitých analýz a jejich automatické provedení. Jelikož je pro tento 

přístup k dispozici většina funkcí programu CloudCompare, dokáže takovouto analýzu 

provést i uživatel s malými znalostmi z programování. 

Kromě uvedených open-source programů existují ještě komerční řešení, např. – „AID-

Forest“ [103] a  „LiDAR360“ [104] , která rovněž poskytují běžné parametry lesa pro 

lesní inventarizaci. Zahrnují v sobě metody detekce stromů pomocí modelů strojového 

učení a již dříve popsané metody odvození tlouštěk a výšek stromů. Nicméně vlivem 

svého zpoplatnění nejsou tyto programy běžnými nástroji používanými ve vědeckých 

pracích. Avšak je důležité poznamenat, že existují a vykazují dobré výsledky s 97% 

úspěšnosti detekce kmenů a chybou určení DBH RMSE = 5.2 %, objemu RMSE = 14.3 

% a výškou RMSE = 11.5 % [103].  

2. Programovací knihovny  

Vedle samostatných programů existuje také celá řada knihoven pro programovací 

jazyky Python, R, MATLAB a další. Jelikož je jejich počet velký, jsou pro přehlednost 

uvedeny pouze v tabulce 3, spolu s parametry, které dokážou odvodit.  

Cílem této reprezentace mnoha dostupných softwarových řešení je odhalení toho, jaké 

základní stromové parametry nejsou dostatečně zkoumány. Z uvedených 20 programů 

je jeden, který se nezabývá zpracováním 3D dat („allometric“), nicméně může být 

zajímavým prostředkem k odvození některých parametrů stromů po dosazení DBH, 



 

31 
 

výšky a druhu dřeviny [105]. Dále jsou uvedeny 2 programy, které sice zpracovávají 3D 

data, jejich účel však není určení dendrometrických veličin. Program Crossing3Dforest 

je určen pro ekologický výzkum a zabývá se prostorem, který je nevyužitý stromy, tedy 

mezerami v porostu [106]. Druhý software se zase zabývá detekcí poškození stojících 

stromů, k čemuž využívá metody strojového učení [89]. Ze zbývajících 17 programů se 

jich jen malé množství věnuje detailním analýzám stromů, což je doména hlavně 

softwarů zaměřených na tvorbu QSM. Žádný program nicméně nerozpoznává druhy 

dřevin. Bližší statistika ke sledovaným parametrům stromů je rozepsána v tabulce 2.  

Tyto skutečnosti tedy navádí k tomu, že je především potřeba se zaměřit na 

rozpoznávání druhů dřevin v bodových mračnech, případně také na stanovení objemu 

větví nebo celkové biomasy. Algoritmy strojového učení rozpoznávající druhy stromů 

již existují, neexistují ale programy, které by je obsahovaly, což nabízí příležitost 

k vytvoření takového nástroje a oslovení velké komunity zájemců. 

Tabulka 2 – Počty počítačových programů, které dokážou odvozovat uvedené parametry. 

  Určení 
DBH  

Určení 
kmenového 

profilu  

Určení 
výšky 

stromu  

Objem 
kmene 

Objem 
větví 

Výška 
nasazení 

koruny 

ANO 17 9 15 10 4 2 
NE 3 8 5 9 14 17 

ČÁSTEČNĚ 0 3 0 1 2 1 

  Korunová 
projekce QSM model Druhová 

klasifikace 
Segmentace 

větví 
Výpočet 
biomasy 

Využití 
AI 

ANO 6 5 0 7 1 4 
NE 13 14 20 11 18 16 

ČÁSTEČNĚ 1 1 0 2 1 0 

Z uvedeného tedy vyplývá, že prostor pro inovace je velký a budoucí témata výzkumu 

by se měla zabývat složitějšími úkoly, než je samotné odvození tloušťky a výšky stromu. 

Ve snaze o rozvinutí této problematiky byly proto řešeny čtyři autorské vědecké studie, 

jejichž průběhu se bude věnovat následující část této disertační práce. 
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3. Řešení cílů disertační práce 

Během zpracování cílů disertační práce byly provedeny čtyři rozsáhlejší studie, které 

měly přispět k jejich splnění. Jelikož každá z těchto čtyř prací využívá jiná zařízení, jiný 

software a jejich cíl není vždy tentýž, budou následující části textu jmenovitě rozebírat 

využité prostředky. V rámci popisů bude uveden účel, resp. studie, ke které byl vybraný 

přístroj nebo software využit. Dále budou blíže rozvedeny použité pracovní postupy a 

s nimi spojené detaily. Jednotlivé prostředky budou více zařazeny do kontextu práce 

až v sekci s výsledky výzkumu. 

A) Sběr dat 

Sběr dat probíhal na různých lokalitách České republiky a Finské republiky, jak je 

detailněji popsáno v jednotlivých přiložených publikacích. Data z Finska byla pořízena 

ve spolupráci se společností Oy Arbonaut Ltd a finským lesnickým centrem 

(Metsäkeskus) v průběhu studentské stáže. Sestávají jednak z dat pravidelné 

inventarizace lesa ve formě vektorových GIS vrstev, jednak z bodových mračen, 

pořízených skenerem FARO Orbis. Zmíněná bodová mračna byla pořízena autorem 

této disertační práce. Pořízená data však nejsou veřejně přístupná, neboť byla 

poskytnuta pro interní potřeby obou společností, v rámci jejich spolupráce. Tato data 

sloužila k vývoji a testování autorského programu DendRobot, popsaného v rámci této 

práce. 

Další sadou dat, vzniklou ve spolupráci se společností Lázeňské lesy a parky Karlovy 

Vary (LLKPV), jsou tomografická, fotogrammetrická a LiDAR data z území ve správě 

této společnosti. Jedná se o data popisující stav oddenků stojících stromů v městských 

parcích Karlových Varů a města Mašťov. Pořízena byla pomocí akustického tomografu 

Arbor Sonic 3D společnosti Fakopp, zapůjčeného správou LLKPV. Zbylé podklady 

vznikly za využití laserového senzoru a RGB kamery telefonu iPhone 12 Pro. Fotografie 

zachycují zkoumané stromy před a po provedení tomografie. Místa vpichů senzorů byla 

totiž během tomografie označena křídou, což pomohlo k výpočtu přesné vzájemné 

vzdálenosti senzorů z fotogrammetrických dat a ke zpřesnění výsledků tomografie. 

Primární účel fotogrammetrie v této studii byl pro tvorbu 3D modelů a jejich využití 

k detekci hniloby kmene. 

Novější verze telefonu, konkrétně iPhone 14 Pro, byla využívána pro sběr fotografií 

malých stromků v zahradách České zemědělské univerzity v Praze. Fotografie byly 

určeny pro fotogrammetrickou rekonstrukci architektury stromů, později 

porovnávanou s modely z magnetického digitizéru Polhemus Fastrak. 
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Poslední sada dat byla pořízena v lesích při okraji městské části Praha – Suchdol. 

Sestávají z laserových skenů TLS a MLS. Pro jejich sběr byla využita zařízení Trimble 

TX8 (TLS), GeoSLAM ZEB Horizon (MLS), mapry LA03 a iPhone 14 Pro. Data vznikla 

za účelem porovnání kvalit skenerů předních značek a jejich levnějších alternativ. Pro 

stejné území byla vytvořena také fotogrammetrická rekonstrukce, která ale nebyla 

v dosavadních pracích nikterak zkoumána. 

1. Statické laserové skenování 

TLS data byla pořizována zařízením Trimble TX8 (Obrázek 4), umisťovaného na 

trojnožku. Krom své vysoké přesnosti a velkého potenciálu dat, disponuje toto zařízení 

také vysokou hmotností, což jeho atraktivnost pro využití v nepřístupných oblastech 

snižuje. Celková hmotnost skeneru (11.8 kg), podstavce (680 g), baterií (4×660 g), 

přepravního boxu (10.6 kg), trojnožky (cca 5 kg) a dalšího drobného příslušenství, činí 

přibližně 31 kg.  

Trimble TX8 disponuje jak laserovým skenerem o 

pracovní délce infračerveného světla 1500 nm, tak RGB 

kamerou, schopnou poskytnout barevnou informaci pro 

obarvení bodového mračna.  

Jak již bylo uvedeno dříve, skener zachycuje téměř celé 

své okolí a umožňuje skenovat rychlostí až 1 000 000 

pulsů/s do maximální vzdálenosti 320 metrů. V běžném 

režimu skenuje do okolí asi 120 m, lze jej ale nastavit pro 

skenování do vzdálenosti 320 m za cenu nižší hustoty 

výsledného bodového mračna. Tehdy ale průměr jeho 

paprsku roste až na 7.5 cm, čímž se snižuje detailnost takto zachycených, vzdálených 

míst. V závislosti na požadovaných detailech lze zvolit ze čtyř režimů skenování 

s různým rozlišením a dosahem paprsků. Od vybraného režimu se pak odvíjí i čas 

skenování, kdy jeden sken trvá od dvou do dvaceti minut [18].  

Zařízení je ovládáno přes dotykový displej a data se ukládají na USB flash disk. Před 

zpracováním je však nutno data převést do formátu bodového mračna v programu 

Trimble Real Works [12]. Ten umožňuje mimo jiné také spojování skenů z vícera 

stanovisek, což je často používaný postup při skenování s TLS.  

Takovéto propojení program dělá buďto na základě podobnosti bodových mračen nebo 

za využití referenčních objektů.  

Jako referenční objekt se používají bílé koule s vysokou světelnou odrazivostí. Ty je 

nutno před skenováním rozmístit do prostoru a po celou dobu sběru dat s nimi 

nepohybovat. Z tohoto důvodu je jejich rozmístění a rozmístění stanovisek skenování 

potřeba rozmyslet před zahájením sběru dat. Přitom se musí dbát na viditelnost co 

největšího počtu koulí ze stanoviska skeneru.  

Obrázek 4 – TLS Trimble TX8.[18] 
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Referenční koule lze využít jako vlícovací body pro georeferencování bodového 

mračna. Program Trimble Real Works je schopen koule detekovat a po uvedení jejich 

zeměpisných souřadnic bude bodové mračno umístěno do souřadnicového systému. 

Pro další analýzu to ale nebývá nezbytné, protože měřítko bodového mračna se tímto 

krokem nemění. 

Během sběru dat pro účely této disertační práce byl skener Trimble TX8 používán při 

porovnávání výkonu low-cost LiDAR skenerů se skenery předních výrobců. V této 

studii byl využit ke skenování zhruba 0.4ha plochy, k čemuž byl postaven postupně na 

13 stanovisek. Z nich proběhlo skenování v běžném režimu (dosah paprsků 120 m) a 

zvolena byla střední úroveň kvality záznamu. Zároveň bylo použito 12 referenčních 

koulí, rozmístěných po porostu tak, aby každá z nich byla zachycena na více než jednom 

skenu. K referenčním koulím byly přesně zaměřeny geografické souřadnice, pročež 

tímto způsobem vzniklo detailní a georeferencované bodové mračno celého porostu.  

2. Mobilní laserové skenování 

Tato sekce obsahuje informace o mobilních skenerech, používajících SLAM algoritmus 

pro orientaci v terénu a je tedy možné s nimi volně procházet skenované území, což 

spolu s jejich nízkou hmotností, přibližně okolo tří kilogramů, nabízí intuitivní a 

pohodlný způsob sběru dat. Obecnou zásadou při používání těchto zařízení je snaha o 

minimalizaci rychlých změn směru a prudkých pohybů, čehož lze dosáhnout normální 

rychlostí chůze a opatrným, pozvolným otáčením. Území o velikosti 0.5 ha takto lze 

naskenovat během nižších desítek minut.  

Porovnání výkonu všech zde popsaných skenerů je popsáno v další části této práce, 

v kapitole „Využití low-cost skenerů“. 

• GeoSLAM ZEB Horizon  

Tento skener je velmi podobný přístroji FARO Orbis. GeoSLAM ZEB Horizon (ZEB) je 

ale starší, a tak i jeho specifikace jsou o něco horší než u FARO Orbis. Jinak jsou rozdíly 

poměrně malé (viz Obrázek 5). 

Dosah skenování je maximálně do 100 metrů, prakticky ale asi do 50 metrů, s rychlostí 

skenování 300 000 pulsů za sekundu [36]. Skener podporuje pouze jeden návrat 

paprsku, což způsobuje neúplnost skenu v korunách stromů. Na rozdíl od FARO Orbis 

neposkytuje, kvůli absenci kamery, údaje o RGB barvách, takže výsledné bodové 

mračno je vždy bezbarvé. 

Přístroj sestává ze samotného skeneru a z dataloggeru s baterií. Propojení mezi těmito 

dvěma hlavními částmi je prováděno vhodným kabelem. V některých případech se 

stává, že přístroj během sběru dat ukončí skenování. Příčinou tohoto problému byl 

v případě disertační práce poškozený propojovací kabel.  

Ovládání skeneru probíhá prakticky pomocí dvou tlačítek. Jedno slouží pro zapnutí 

dataloggeru a tím i zdroje elektřiny, druhé ke spuštění a ukončení sběru dat. Celý 
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proces je tedy jednoduchý a nenabízí příliš možností. Nicméně umožňuje vytvářet 

referenční body, vhodné pro georeferencování. Ty jsou rozpoznány tak, že operátor 

zastaví nad požadovaným místem na dobu přibližně 10 sekund. 

Sesbíraná data jsou ukládána do dataloggeru. Jejich stažení je možné po zasunutí USB 

flash disku do příslušné zdířky. Zde je nezbytné dbát instrukcí k přístroji, neboť 

neopatrnou manipulací může dojít ke ztrátě dat. Na jejich stažení je totiž pouze jeden 

pokus.  

Aby mohly být stažené souboru ve formátu „.geoslam“ převedeny na bodová mračna, 

je nezbytné použít proprietární program „GeoSLAM Hub“ nebo „GeoSLAM Connect“. 

Ten umožňuje převedení surových dat do bodového mračna, export trajektorie 

skenování, georeferencování pomocí pořízených referenčních bodů aj. [36,107] 

Toto zařízení bylo použito ve stejné studii jako TLS Trimble TX8 a později popisovaný 

skener mapry LA03. Při skenování území bylo postupováno tak, aby skener po celou 

dobu obcházení 0.4ha plochy mířil zhruba na její střed. Jelikož byly po ploše 

rozmístěny referenční koule, byly polohy některých z nich ve skenu zaznamenávány 

výše uvedeným způsobem, pročež bylo možné bodové mračno georeferencovat a 

přesně porovnat s dalšími skeny. 

• FARO Orbis 

Novější verzí skeneru ZEB je FARO Orbis. Zásadní rozdíly mezi nimi spočívají v tom, 

že FARO Orbis lze ovládat i přes mobilní aplikaci s ukázkou postupu skenování 

v reálném čase. Další rozdíl je v kvalitě LiDAR senzoru. Ten má podobný maximální 

dosah a poskytuje 640 000 bodů za sekundu, s menším průměrem paprsků, což vede 

k úspěšnějšímu skenování korunového prostoru.  

Další významnou změnou je přítomnost RGB kamery, která může poskytovat 

informace o barvách prostředí. Jejich kvalita ale není v lesním prostředí příliš dobrá a 

často ani nedojde ke konzistentnímu obarvení mračna po zpracování v programu 

FARO Connect.  

Obrázek 5 – Vlevo GeoSLAM ZEB Horizon; vpravo FARO Orbis.[35,107] 
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Kromě skenování za pohybu, umožňuje FARO Orbis vytvoření tzv. „Flash Scan“, který 

probíhá z jednoho místa, podobně jako skenování TLS. Výhodou této možnosti je 

zmenšení chyby určení polohy bodů, tedy přesnější bodové mračno s menším šumem 

a bez rizika chyb, vzniklých prací SLAM algoritmu. 

Celkově je práce s tímto skenerem přehlednější, než se skenerem ZEB. V mnohém je 

ale velmi podobná, a to platí i o rozhraní programu FARO Connect. Stahování dat 

z dataloggeru lze provádět právě přes něj, v některých případech však selhává a 

následně se musí použít stejný postup jako u ZEB, tj. stahování dat přes USB flash disk.  

Vlastnosti skeneru zajišťují poměrně kvalitní naskenování vertikální struktury porostu, 

což bylo ověřeno v podmínkách boreálního lesa. Kvalita skenu pravděpodobně bude 

nižší v podmínkách listnatých lesů [35,38]. 

Skener FARO Orbis byl používán pro sběr dat ve Finsku. Tato data byla využita při 

testování počítačové aplikace pro inventarizaci lesa „DendRobot“. Skenování probíhalo 

na polygonálních zkusných plochách s nejednotnou velikostí, pročež nebylo možné 

používat jednotnou trajektorii napříč jimi všemi. Obecným vzorem, použitým v rámci 

sběru dat, však byla tvorba dvou soustředných kruhovitých tras, z nichž první vedla po 

obvodu plochy a druhá uvnitř plochy, asi v polovině vzdálenosti od jejího středu 

k okraji. Skener po celou dobu sběru dat mířil na střed plochy.  

Během tohoto procesu byly zachycovány polohy referenčních kolíků se známými 

geografickými souřadnicemi. To je díky propojení skeneru s mobilním telefonem 

snadné a přehledné. Díky georeferencování bodového mračna tak mohly být snadno 

porovnány výsledky analýzy 3D dat s ručně prováděnou inventarizací, a to na úrovni 

jednotlivých stromů. 

• mapry LA03 

Tento skener je jedním ze dvou low-cost LiDAR skenerů, produkovaných japonskou 

společností „mapry“ (viz Obrázek 6). Jeho cena se pohybuje okolo 45 000,- Kč, což ho 

činí asi 10krát levnějším, než je výše uvedený FARO Orbis.  

Skener je původně určený pro nesení na zádech, přičemž zachycení celého okolí 

zajišťuje 360° laserový skener Livox Mid-360. Spolehlivý dosah jeho paprsků je 40 m 

a skenování probíhá rychlostí 200 000 bodů za sekundu [108]. Zachycován je pouze 

první odraz, což se projevuje na nedostatečné rekonstrukci výškové struktury porostu, 

jako v případě ZEB. Dále je skener vybaven RGB kamerou, určenou pro zachycení 

videa. 

Ovládání skeneru zprostředkovává aplikace „mapry“, určená pro zařízení Android. 

Podporovaná jsou však jen některá zařízení, neboť je vyžadována operační paměť 

zařízení 6 GB. Pro zpřístupnění funkcí spjatých se skenerem, je potřeba kontaktovat 

výrobce. Do té doby nelze skener ovládat. Zpřístupněné funkce pak nabízejí nastavení 

hustoty bodového mračna do tří úrovní a nastavení videozáznamu. Pomocí aplikace je 

spouštěn a zastavován sken, což při testování skeneru v rámci později popsaného 
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článku nefungovalo správně. Po spuštění skenování aplikace přestala reagovat a 

skenování poté probíhalo bez ovládací aplikace až do chvíle, kdy byl skener vypnut. 

Tato metoda nicméně nefungovala při použití druhého skeneru mapry LA01 (viz 

Obrázek 6), který byl proto zcela vyřazen z porovnání. Bohužel, odezva uživatelské 

podpory k této záležitosti byla nedostatečná. 

Pořízená data jsou během skenování ukládána přímo na USB disk ve formátu „.pcd“, 

což je na rozdíl od ZEB a FARO Orbis praktické. Nicméně se to pravděpodobně pojí i 

s kvalitami SLAM algoritmu, který je u ZEB a FARO lépe vyladěný a nezpůsobuje 

výrazné chyby v pospojování mračna jako u mapry LA03.  

Skener LA03 dále neošetřuje body, zachycené blízko skeneru, což vede k tvorbě 

artefaktů ve skenu, především k zachycení částí těla operátora, které pak při analýze 

bodového mračna mohou působit potíže a lze je jen obtížně odstranit.  

MLS LA03 byl využit v porovnání se skenry Trimble TX8, GeoSLAM ZEB Horizon a 

iPhone 14 Pro. Byl dodržován stejný postup skenování jako se zařízením ZEB Horizon, 

ale referenční body nemohly být zachyceny, neboť to skener LA03 neumožňoval. 

Georeferencování tak proběhlo fitováním bodového mračna k jinému 

georeferncovanému 3D skenu. Skener LA03 je myšlen jako batohový systém. Pro 

uvedenou studii byl ale nesen před tělem, obdobně jako ostatní použité MLS skenery. 

• iPhone 12 Pro 

Poslední studovaný LiDAR senzore je součástí některých mobilních telefonů iPhone. 

Stejně jako u všech předchozích systémů, i v tomto případě se jedná o ToF senzor, zde 

ale propojený s RBG-D kamerou. Primárně je tento systém určen k určování hloubky 

scény, pro lepší zaostření objektu na fotografii a vytvoření syntetického bokeh efektu. 

Za využití ARKit knihovny pro iPhone lze však tento senzor využít i ke skenování okolí, 

což umožňuje např. aplikace „3d Scanner App“ [109], mimo jiné použitá i v jiných 

studiích o skenování lesního prostředí [110]. Export dat z aplikace je snadný a lze 

provést do všech běžně používaných formátů bodových mračen, která obsahují i 

barevnou informaci, získanou skrz RGB-D fotoaparát. 

Obrázek 6 – Vlevo skener mapry LA03; vpravo skener mapry LA01. 
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Skener na telefonech iPhone je sice kapesním řešením, s tím se ale pojí i jeho malý, 5m, 

dosah a SLAM algoritmus, nevyladěný pro skenování většího území. Ten často ztrácí 

orientaci a způsobuje chyby v napojení objektů i během velmi krátkých skenovacích 

časů. Výhodou ale je, že výsledek skenování je viditelný v reálném čase, a tak lze 

skenování okamžitě přerušit a začít znovu. 

Ačkoliv iPhone představuje zajímavou možnost, svou efektivitou nepředčí klasické 

měření průměrkou. Jednak je dosah skeneru velmi krátký a vyžaduje, aby operátor 

došel až na dosah stromu, a jednak nedokáže poskytnout spolehlivé informace o 

polohách stromů, které jsou často důležité. 

Tato low-cost alternativa byla využita ve stejné studii jako předchozí popsaný skener 

LA03. Telefon využívající aplikaci “3D Scanner App“ byl nesen na selfie tyči 

s jednoosým stabilizátorem a po celou dobu skenování mířil ke středu plochy. Jelikož 

není možné zachytit polohu referenčních bodů přímo během skenování, 

georeferencování proběhlo ručním posunutím bodového mračna k jinému, 

georeferencovanému mračnu, porovnáním stejných objektů v obou bodových 

mračnech. 

3. Pozemní fotogrammetrie 

Pro sběr fotografií za účelem rekonstrukce oddenků kmenů, architektury malých 

stromků a rekonstrukci lesních porostů, byly využívány fotoaparáty mobilních telefonů 

iPhone 12 Pro a iPhone 14 Pro. Ty umožňují sběr fotografií v rozlišení 12 nebo 48 Mpx 

a využití tří druhů objektivů – širokoúhlého, ultra-širokoúhlého nebo teleobjektivu.  

Vysoké, 48Mpx rozlišení nebylo v rámci této práce používáno, neboť je už poměrně 

vysoké a pro nutnost umělého zesilování zachyceného světelného signálu může vést 

k vyššímu šumu v pořízených fotografiích. Zároveň se pojí s nutností ukládat fotografii 

do RAW formátu, který obsahuje velké množství informací a zabírá výrazně více místa 

v úložišti telefonu. Krom toho bylo při provádění studii hniloby stojících kmenů 

zjištěno, že pořizování velkého množství takto objemných dat v krátkém času zahlcuje 

procesor telefonu, který pak nestíhá pořizovat, zpracovávat a ukládat fotografie včas. 

Tento problém nastává i u 12Mpx fotografií, ale v menší míře. 

Pořizování fotografií probíhalo za využití sekvenčního snímání, automaticky 

pořizujícího fotografii v předem stanoveném intervalu, tj. 0.5 sekundy nebo 1 sekunda. 

K tomuto účelu byla využívána aplikace „Lens Buddy“ [111]. Ta nabízí také možnost 

zamčení zoomu, aby se předešlo nechtěnému použití digitálního zoomu, snižujícího 

kvalitu fotografie. Důležitá je i možnost automatického ztmavení displeje v průběhu 

pořizování sekvence, protože telefon má tendenci se při této činnosti přehřívat a 

spotřebovávat rychle baterii, což lze ztmavením displeje zmírnit. Zároveň současné 

dobíjení telefonu, během fotografování nebo LiDAR skenování, také vede k ohřívání 

telefonu, což může vést ke spuštění jeho automatických ochranných mechanismů. 
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Aby mohlo fotografování probíhat ergonomicky, byla používána selfie tyč s jednoosým 

stabilizátorem, která jednak umožňuje snazší manipulaci s telefonem, ale také 

dosažení na hůře dostupná místa vysoko nad zemí, nebo hlouběji v koruně menšího 

stromu. 

Správa pořízených dat u telefonů iPhone je relativně složitá, neboť zařízení 

s konektorem Lightning nepodporují „On The Go“ čtení USB flash disku. K tomu je 

nutno použít speciální adaptér, připojený na externí zdroj napájení. Zálohování dat a 

uvolnění paměti v terénních podmínkách tak může být složité a pomalé. Přenos dat 

z telefonu přímo do počítače se systémem Windows se neobejde bez programu iTunes 

nebo cloudových služeb.  

Další zpracování fotografií probíhalo v programu Agisfot Metashape. Při zpracování 

fotografií v rámci této disertační práce se potvrdilo, že využití sekvenčního snímkování 

zajišťuje dostatečný překryv fotografií a rekonstrukce scén je poměrně spolehlivá. 

V rámci studií o rekonstrukci architektury stromků a detekci výskytu hniloby v kmeni, 

byly fotografie pořizovány ze soustředných kruhovitých trajektorií. První, širší kruh 

zachycoval celý objekt (malý stromek nebo bázi kmene) včetně 12bitových značek. 

Druhý kruh byl užší a soustředil se na zachycení detailů objektu, přičemž 12bitové 

značky už byly zachycovány jen mimoděčně. V případě fotografování malých stromků 

bylo v některých případech nutné objekt obejít vícekrát a fotografie soustředit 

postupně jak na kmen, tak na korunu, případně zachytit stromek shora, což 

usnadňovalo využití selfie tyče. Pro jednotlivé kmeny nebo stromky tak vznikaly 

desítky až nižší stovky fotografií, dále zpracovaných do 3D bodového mračna. 

4. Akustická tomografie 

Pro výzkum detekce vnitřní hniloby stojících stromů byla využívána akustická 

tomografie, jako zdroj referenčních dat. Princip této metody spočívá v rozmístění 

vibračních senzorů – akcelerometrů, do borky stromu a měření rychlosti šíření vibrací 

mezi nimi. Pokud se signál šíří pomalu, indikuje to výskyt hniloby a průběh šíření 

signálů se zobrazuje v tzv. tomogramech [112]. To bylo prováděno až ve čtyřech 

úrovních od 0.5 m do 2 m nad zemí, v závislosti na přístupnosti kmene. 
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V případě této studie byl využíván tomograf 

ArborSonic 3D od společnosti Fakopp (viz 

Obrázek 7). Ten sestává z dvanácti 

akcelerometrů, šesti zesilovačů signálu, 

napájecí jednotky a kabeláže.  

Celá sestava musí být zapojena, připevněna 

rovnoměrně po obvodu stromu, propojena 

s počítačovým programem ArborSonic 3D [113] 

a poklepáváním kladívkem na senzory probíhá 

analýza. Její výsledky jsou okamžitě k vidění 

v počítačovém programu. Ten předpokládá, že tvar kmene je kruhový, eliptický nebo 

polygonální. V rámci studie byl nejprve používán kruhový tvar kmene, později 

zpřesněný na polygon, dle výsledků určení tvaru kmene fotogrammetrií. 

Proces měření lze aplikovat v libovolném počtu výšek na kmeni a pro každou z nich 

zabere přibližně deset minut, včetně instalace senzorů. Nevýhodou metody je poměrně 

rychlé opotřebování senzorů. Ty se, zřejmě vlivem nárazů při jejich zatloukání do 

kmene pryžovým kladivem, poškozují a mohou přestat reagovat na poklepy kovovým 

kladívkem při samotném měření. Zařízení také není způsobilé pro provoz v dešti, který 

mimo jiné působí i nechtěné impulzy při dopadu kapek na senzory. 

B) Zpracování dat 

V nadcházejícím textu jsou uvedeny informace k nejčastěji používanému softwaru, 

který byl během tvorby disertační práce využíván. Méně využívané programy, jako 

například Trimble Real Works a GeoSLAM Hub nebudou popisovány, ačkoliv byly také 

během práce použity. Podíl těchto programů na analýze dat však není významný, neboť 

jde o programy zpracovávající data ze skenerů do jiného formátu. 

1. Agisoft Metashape 

Komerční software Agisoft Metashape [114] nabízí skvělé prostředí a funkce pro 

zpracování fotogrammetrických modelů. Celé jeho rozhraní je přehledné a hlavní kroky 

zpracování fotografií („Workflow“) jsou uvedeny v intuitivní posloupnosti, takže 

základní práce s programem je snadná.  

Pro zpracování fotografií z telefonů iPhone je potřeba pamatovat na to, že Agisoft 

Metashape nepodporuje nativní formát fotografií z iPhone („.heic“ a „.dng“). Proto je 

potřeba fotografie buď převést do jiného formátu, nejčastěji „.jpeg“ nebo nastavit 

telefon, aby pořizoval fotografie v kompatibilním formátu, což lze i přímo v aplikaci 

„Lens Buddy“. 

Samotné „Workflow“ sestává z kroků pro import fotografií, propojení fotografií a 

tvorbu řídkého bodového mračna (tzv. „alignment“), tvorbu hustého bodového 

Obrázek 7 – Zařízení ArborSonic 3D v 
rozloženém stavu. 
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mračna, případně tvorbu ortofotomozaiky, kompaktního 3D modelu, digitálního 

výškového modelu aj. Pro účely práce však zpravidla stačí kroky vedoucí k tvorbě 

hustého bodového mračna.  

Při nastavení jednotlivých kroků je důležitý zejména výběr kvality propojení fotografií 

(„Align photos“ – „Accuracy“). To má největší vliv na úspěšnost jejich propojení a 

nalezení „key points“ a „tie points“. Zpravidla je tedy nejvhodnější použít nejvyšší 

možnou přesnost a vypnout funkce „Generic preselection“ i „Reference preselection“. 

Po průběhu funkce vznikne řídké bodové mračno, jehož hustota závisí od nastaveného 

počtu hledaných „key points“ a „tie points“. Ve většině případů je ale dostačující použít 

výchozí hodnoty těchto dvou parametrů.  

Časová náročnost tohoto kroku je poměrně vysoká, protože výše popsané nastavení 

používá co nejmenší počet prvků, které celý proces, za cenu méně přesného zpracování. 

Doba zpracování samozřejmě závisí i na počtu pořízených fotografií, kterých může být 

při fotografování většího území i přes tisíc. 

Po vytvoření hustého bodového mračna, pomocí nástroje „Build Point Cloud“ a zvolení 

libovolné výsledné hustoty, vzniká bezrozměrná 3D reprezentace prostředí. Aby ji bylo 

možné použít pro analýzu, je nezbytné dodat informace o rozměrech. Na to je nutné 

myslet už před zahájením fotografování a po prostoru rozmístit nepohyblivá měřítka, 

nejlépe ve formě 12bitových kruhových značek (viz Obrázek 8). Tyto značky lze vytvořit 

přímo v programu Agisoft Metashape. Na jednom papíře 

spolu musí být vytištěny alespoň dvě a nesmí se svými 

obvody překrývat. Pravítkem je možné změřit skutečnou 

vzdálenost středů značek a tu zanést do bodového mračna. 

V prostředí programu se k tomuto účelu musí zaprvé 

detekovat značky ve fotografiích. To je možné automaticky 

nebo ručně. Zadruhé se mezi nalezenými značkami vytvoří 

ručně měřítka, tzv. „Scale bars“. Vlastností každého „Scale 

bar“ je jeho délka, kterou je třeba ručně nastavit na 

pravítkem změřenou hodnotu. Po těchto úkonech a 

aktualizaci bodového mračna je již možné výstup exportovat 

a analyzovat, neboť už obsahuje přesné informace o 

rozměrech prostoru.  

Pro tvorbu spolehlivých 12bitových značek lze doporučit následující postup. 

Aby byly značky stabilní ve větru, zachovávaly tvar a byly odolné k vlhkému podkladu, 

je dobré využít výstřižek kartonu a kancelářskou eurofolii. Vložením kartonu a výtisku 

12bitových značek do eurofolie vznikne objekt poměrně stabilní ve větru, zabraňující 

znehodnocení tištěných značek. Po vystřižení okénka do eurofolie se zároveň předejde 

nežádoucím odrazům slunce od folie a značky půjde na fotografiích přesně detekovat. 

Obrázek 8 – Měřítka pro dodání 
rozměrů fotogrammetrickému 
bodovému mračnu 
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Proces tvorby fotogrammetrického bodového mračna je často plný úskalí, souvisejících 

s rekonstruovanou scénou. Zejména při rekonstrukci lesa s proměnným osvětlením, 

pohyby ve větru a podobnými objekty, se algoritmus často ztrácí a řídké bodové mračno 

je potřeba vytvářet i na více pokusů. Pří nich bývá nutné ve fotografiích ručně 

vyznačovat orientační body, jako jsou výrazné kameny, pařezy apod. Pokud je 

rekonstruována jednodušší scéna, jak tomu bylo v případě studií zaměřených na 

hnilobu kmenů či architekturu malých stromků, je proces úspěšnější i bez velkých 

manuálních intervencí.   

Program Agisoft Metashape je možno využívat i přes programovací jazyk Python. 

Tímto způsobem lze některé kroky, nezahrnující manuální úpravy, automatizovat. 

Většinou je ale dostačující využití hromadného zpracování, nastavitelného přes 

přívětivé grafické rozhraní programu. 

2. CloudCompare 

Tento program je vhodný pro všeobecnou práci s 3D daty. Slouží jak k prohlížení, tak 

k úpravám i analýzám bodových mračen a jiných 3D objektů. Jeho velkou předností je 

stabilita, efektivita a všestrannost. Téměř všechny kroky vedoucí k segmentaci stromů 

a výpočtům některých jejich parametrů lze provádět v tomto programu. Je k tomu 

nicméně potřeba použít správné nástroje nebo využít implementované pluginy pro 

lesnictví.  

Uživatelem přednastavenou sekvenci jednotlivých dostupných nástrojů lze využít i 

automatizovaně při použití tzv. „Command Line Mode“.  

Vlastní skripty je možné implementovat do složitějších programů např. v jazyce Python 

(viz Vzorec 1). V něm je potřeba zavolat příkazový řádek pomocí knihovny „subprocess“ 

a ovládat CloudCompare přes příkazový řádek nepřímo, pomocí příslušných příkazů 

[115]. 

Tímto přístupem byla vytvářena prvotní verze programu DendRobot, popsaného 

v kapitole „Automatizace odvození dendrometrických veličin“. Novější verze programu 

jsou již na CloudCompare nezávislé. „Command Line Mode“ je využíván i pro přípravu 

dat při detekci shnilých stromů v kapitole „Stanovení výskytu hniloby ve stojícím 

kmeni“. 
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Ze subjektivně nejužitečnějších nástrojů programu CloudCompare lze uvést např. tyto 

funkce: 

• Ořez bodového mračna pomocí „.shp“ polygonů (funkce „Segment“) 

• Výpočet geometrických vlastností („Compute geometric features“) 

• Filtrování podle hodnot atributů bodů („Filter points by value“) 

• Filtrování šumu (např. „Statistical Outlier Filter“) 

• Hledání shluků („Label connected components“) 

• Rasterizace („Rasterize“) 

• a další… 

Pozornost si zaslouží především funkce „Compute geometric features“, umožňující 

výpočet mnoha parametrů, zvýrazňujících určité vlastnosti bodového mračna [100], 

např. „Verticality“ (viz Obrázek 9). Tato geometrická vlastnost je dobrým nástrojem 

pro odfiltrování bodů terénu a nalezení stojících kmenů.  

Tato vlastnost je využívána také v programu 3DFIn k detekci kmenů, což svědčí o její 

praktičnosti.  

Pro jiné aplikace se však mohou lépe hodit jiné geometrické vlastnosti nebo funkce 

implementované do programu CloudCompare. Díky přívětivému uživatelskému 

prostředí a vyladění programu tak může uživatel docílit požadovaného cíle velmi 

efektivně. 

command = f'''\ 

   {ClCexedir} -silent \ 

   -AUTO_SAVE OFF \ 

   -O -GLOBAL_SHIFT AUTO {input_data} \ 

   -RASTERIZE -GRID_STEP {rasterizestep} -PROJ MIN \ 

   -SOR 6 0 \ 

   -DELAUNAY \ 

   -O -GLOBAL_SHIFT FIRST {input_data} \ 

   -C2M_DIST -MAX_DIST 7 \ 

   -FILTER_SF 0 6 \ 

   -REMOVE_ALL_SFS \ 

   -C_EXPORT_FMT ASC -EXT xyz \ 

   -SAVE_CLOUDS \ 

   ''' 

run_process(command) 

Vzorec 1 – Použití "CloudCompare–
Command Line Mode" skrz Python.  

Funkce provádí detekci terénu pomocí 
hledání nejnižších bodů v rovnoměrné 
mřížce; převádí je na 3D mesh (Model 
terénu); počítá vzdálenost bodů od terénu;  
vyjímá z bodového mračna body do 6 
metrů nad zemí; a ukládá je jako textový 
soubor. Funkce run_process() je vlastní 
pomocná funkce volající příkazový řádek a  
vkládající sekvenci úkolů. 
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3. TreeQSM 

Velmi specifickým a sofistikovaným nástrojem je TreeQSM v programovacím jazyce 

MATLAB. Nabízí možnost přesné analýzy architektury stromu a je vytvořen primárně 

pro bodová mračna z TLS. V rámci disertační práce byl však úspěšně použit za využití 

fotogrammetrických bodových mračen. 

Nevýhodami programu je skutečnost, že prostředí MATLAB je placené a že TreeQSM 

nenabízí uživatelské rozhraní. Poskytuje však rozsáhlou dokumentaci, z níž lze odvodit, 

jaké funkce je potřeba použít pro analýzu stromu. Možnost přímých úprav kódu ale 

skýtá větší potenciál pro uživatele se zkušeností v programování. Pro běžnou analýzu 

je možno použít kód uvedený níže v textu (viz Vzorec 2). Předchází mu však ještě 

nahrání bodového mračna ve formátu „.txt“ do MATLAB, případně pozměnění cílových 

složek k ukládání výstupů, a to přímo v kódu.  

Program umožňuje také zpracování většího počtu bodových mračen, automatické 

určení hodnot vstupních proměnných, i větší počet pokusů o rekonstrukci stromu. 

Tvorba QSM není deterministická kvůli nahodilé složce fitování válců na bodové 

mračno. Při více pokusech o rekonstrukci program dokáže vybrat nejpřesnější řešení a 

interpretovat ho formou grafů a tabulek. 

create_input 

P=table2array(strom) 

inputs.tree = 007 

QSM=treeqsm(P,inputs) 

Vzorec 2 – Použití TreeQSM pro jedno bodové mračno 
stromu.  
„create_input“ vytváří tabulku pro definici vstupních 
parametrů. 
„table2array“ převádí bodové mračno do kompatibilního 
formátu. 
„inputs.tree“ definuje předponu názvu výstupních souborů 
„treeqsm“ spouští hlavní funkci a vytváří QSM. 

 

 

Obrázek 9 – Geometrická vlastnost bodového mračna "Verticality". Vlevo před filtrováním, vpravo po ponechání 
bodů s hodnotou 0.6 až 1.  
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Výstup obsahuje velké množství parametrů stromu, jako např.: celkový objem, objem 

kmene, objem větví, výška stromu, délka oddenku, délka větví, počet větví, DBH, 

rozměry koruny aj. Vytvořena je i vizualizace výsledků (viz Obrázek 10). 

Pomocí TreeQSM je tedy možno provádět velmi detailní analýzy architektury stromu a 

potenciál využití tohoto nástroje je velký. Nicméně úspěšnost použití závisí do velké 

míry na kvalitě bodového mračna, které musí být s co nejmenším množství šumu. 

TreeQSM totiž považuje všechny dostupné body za součást stromu a přítomnost šumu 

způsobuje chyby v odvozeném počtu větví, jejich tlouštěk aj. 

4. Visual Studio Code – Python 

Vývoj autorského programu DendRobot, který provádí analýzu bodových mračen a 

extrahuje veličiny individuálních stromů, probíhá v jazyce Python za využití open-

source editoru kódu „Visual Studio Code“ [116]. Obdobně byl vytvářen i kód k analýze 

bodových mračen stojících kmenů za účelem detekce jejich vnitřní hniloby. 

Programovací jazyk Python nabízí možnosti, jak naprogramovat prakticky libovolný 

program, k čemuž přispívá velké množství internetových podkladů, masivní komunita 

uživatelů a samozřejmě také generativní AI ve formě chatbotů, schopných generovat 

funkční kód. 

Klasifikace zdravých nebo shnilých stromů byla programována v jazyce Python, jako 

sada funkcí, které provádějí všechny kroky k přípravě dat, trénování i testování 

klasifikátoru, založeném na neuronové sítí PointNet [117]. Konkrétně funkce 

automatizovaně provádí tyto kroky: 

• Vytvoření struktury složek 

• Třídění dat podle atributů (např. druh dřeviny, výskytu hniloby aj.) 

• Přípravu bodových mračen (např. segmentace kmenů a terénu, tvorba 3D mesh, 

vzorkování bodů na 3D mesh aj.) 

• Roztřídění testovacích a trénovacích dat 

Obrázek 10 – Vlevo vstupní fotogrammetrické bodové mračno; vpravo některé výstupy programu TreeQSM. 
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• Trénování a testování klasifikátoru 

Při trénování klasifikátoru je důležitá volba tzv. „hyperparametrů“, které ovlivňují 

průběh trénování klasifikátoru. Těmito parametry jsou: 

• Počet bodů v bodovém mračnu – všechna bodová mračna musí obsahovat stejný 

počet bodů 

• „Batch size“ – počet mračen, která neuronová síť zpracovává najednou v jednom 

kroku učení 

• Počet epoch učení – udává kolikrát neuronová síť data prochází  

• „Learn rate“ – udává, jak velký krok dělá optimalizační algoritmus při hledání 

nejlepšího řešení 

Hodnoty těchto parametrů nelze jednoduše určit a hledají se iterativně, s ohledem na 

výslednou přesnost testování klasifikátoru, což je záležitost velmi časově náročná a 

může se pohybovat v rámci týdnů i měsíců.  

Druhým, poněkud komplexnějším programem, vyvíjeným v prostředí „Visual Studio 

Code“, je DendRobot. Ten nabízí jednoduché grafické rozhraní a automatizovaný 

pracovní proces, pro jehož použití stačí uvést pouze z jakého typu snímání pochází 

vložené bodové mračno a vložit bodové mračno. Výsledkem analýzy je v základním 

režimu digitální model výšky korunového zápoje (CHM) v rastrové podobě, 

polygonová vrstva nesoucí údaje o skenovaném území, bodová vrstva s údaji o 

jednotlivých stromech a bodová vrstva vypovídající o kmenovém profilu stromu až do 

přednastavené výšky. Tyto vektorové vrstvy jsou ukládány ve formátu ESRI Shapefile 

(„.shp“). 

Zpracování probíhá v mnoha dílčích krocích a většina z nich využívá více jader 

procesoru pro rychlejší odvození výsledků. Detailní popis algoritmu bude rozveden 

ve výsledcích disertační práce. 

4. Výsledky 

Tato část disertační práce se věnuje výsledkům publikovaných či recenzovaných 

vědeckých studií vytvořených v průběhu doktorského studia. Jedná se o čtyři 

publikace, jejichž průběh, řešení a vyvozené závěry budou v krátkosti popsány. 

Studie se snaží nalézt řešení výzkumných cílů, uvedených na začátku této práce, které 

zní: 

• Navrhnout vlastnost stromu zjistitelnou z 3D dat a ověřit možnosti jejího odvození. 

• Analyzovat využitelnost pozemního laserového skenování a fotogrammetrie při 

shromažďování dat o lesních porostech. 



 

48 
 

• Vytvořit pracovní postup použitelný při zjišťování výčetní tloušťky a výšky 

jednotlivých stromů ve 3D bodových mračnech. 

První výzkumný cíl je řešen v rámci podkapitol „Stanovení výskytu hniloby ve stojícím 

kmeni“ a „Popis detailní architektury stromu“. 

Druhý cíl je popisován především v podkapitolách „Využití low-cost skenerů“ a 

„Automatizace odvození dendrometrických veličin“. Hluboká souvislost je však 

přítomna i v sekci „Popis detailní architektury stromu“. 

Poslední cíl je důkladně rozebrán v sekci „Automatizace odvození dendrometrických 

veličin“. 

A) Stanovení výskytu hniloby ve stojícím kmeni 

Touto problematikou se zabývá článek nesoucí název „Internal Tree Trunk Decay 

Detection Using Close-Range Remote Sensing Data and the PointNet Deep Learning 

Method“ [50]. Článek byl publikován v roce 2023, v žurnálu Remote Sensing, 

vydavatelství MDPI. 

Studie vycházela z předpokladu, že je možné vizuálně a nedestruktivně určit 

přítomnost hniloby v živém stromě. Tento předpoklad se opírá o typickou deformaci 

oddenku kmene smrku ztepilého (Picea abies), napadeného václavkou obecnou 

(Armillaria mellea). Otázkou tedy bylo, jestli je neuronová síť PointNet, vytvořená pro 

klasifikaci 3D dat, schopna rozlišit stromy s hnilobou od stromů bez hniloby a to nejen 

v případě smrku ztepilého, uvedeného výše.  

Referenčními daty byly tomogramy, vzniklé akustickou tomografií, podávající 

představu o skutečném stavu uvnitř kmene. Naopak testovanými daty byla 3D bodová 

mračna vytvořena pozemní fotogrammetrií (CRP) a skenováním pomocí LiDAR 

senzoru na telefonu iPhone 12 Pro. 

Původní záměr byl klasifikovat stromy do čtyř tříd, podle míry hniloby. Nakonec byly 

ale pro nedostatek vstupních dat rozlišovány jen kategorie „Bez hniloby“/ „S hnilobou“.  

Sběr dat zahrnoval akustickou tomografii (až ve čtyřech výškách na kmeni), 

fotografování stromu před tomografií, fotografování stromu s označenými místy 

umístění tomografu a LiDAR skenování. Celá procedura vyžadovala asi hodinu času na 

jeden strom a bylo vytvořeno 69 modelů zdravých stromů a 111 modelů stromů 

s hnilobou kmene. Fotografie, s křídou označenými vpichy akcelerometrů tomografu, 

sloužily ke zpřesnění výsledků tomografie, kdy byly vzdálenosti vpichů vypočítány 

z fotogrammetrických 3D modelů. Ta tak dokázala poskytnout, v případě některých 

stromů, výrazně lepší výsledky než kruhová reprezentace tvaru kmene.  

Samotná klasifikace stromů pomocí PointNet vyžadovala specifickou přípravu 3D dat, 

jejich roztřídění do tříd a přípravu kódu schopného trénovat a validovat klasifikátor. 

Trénink klasifikátoru byl optimalizován laděním hyperparametrů přístupem „Grid 
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Search“. Ten zkouší jejich všemožné kombinace a ta kombinace, která dosahuje 

nejlepších výsledků při validaci, je použita k tréninku funkčního klasifikátoru. Každá 

kombinace hyperparametrů byla ověřena stokrát, aby bylo možno podložit, že se 

skutečně jedná o tu nejvhodnější. 

Výsledkem byly tři modely, které se zaměřovaly na klasifikaci buď jehličnatých, 

listnatých nebo smíšených stromů. Dosažené přesnosti modelů pak byly 65 %, 58 % a 

58 %.  

Tato skutečnost potvrdila, že je možné do určité míry detekovat hnilobu ve stojících 

stromech, a to jen na základě tvaru kmene, daného bezbarvým 3D bodovým mračnem. 

Dá se předpokládat, že výsledky by byly uspokojivější, kdyby se sběr dat zacílil pouze 

na jeden dřevinný druh a samozřejmě také, kdyby byla k dispozici větší trénovací 

datová sada. Pro její vytvoření by, na základě poznatků z vědecké práce, šlo doporučit 

efektivnější pracovní metodu. Ta nevyžaduje tomografii ve čtyřech výškách, nýbrž jen 

ve dvou – půl metru nad zemí a cca dva metry nad zemí. To dokáže zachytit trend 

rozvoje hniloby, tedy jestli postupuje směrem nahoru nebo dolů.  Dále není nutné 

vytvářet příliš hustá bodová mračna. PointNet je schopen pracovat s omezeně velkými 

bodovými mračny, s jejichž velikostí se pojí i výpočetní náročnost tréninku. Při tvorbě 

fotogrammetrických hustých bodových mračen je tak dostatečná jejich nižší 

hustota.Závěrečným doporučením je i možnost vynechání fotografování před aplikací 

tomografu, pokud pro klasifikaci není využívána barevná informace. 

Tato práce tedy dokázala malým dílem přispět k poznání o parametrech odvoditelných 

ze 3D dat a také potvrdit, že fotogrammetrie je spolehlivým a přesným nástrojem pro 

rekonstrukci statických objektů.  

Celé znění vědecké publikace v anglickém jazyce je přiloženo níže: 
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B) Popis detailní architektury stromu 

Tato studie má návaznost na předchozí popisovanou práci. Opět bylo snahou odvodit 

složitější parametry stromů, tentokrát se však jednalo o architekturu stromu. Tím se 

v rámci popisované studie rozumí tloušťka stromu ve výšce 30 cm nad zemí, výška 

stromu, počet větví, celková délka větví, objem větví a objem kmene. Studie nese název 

„Discovering Tree Architecture: A Comparison of the Performance of 3D Digitizing 

and Close-Range Photogrammetry“. Ten napovídá, že k vytvoření 3D bodových 

mračen se používala opět fotogrammetrie a jako referenční data posloužily modely 

z magnetického digitizéru Polhemus Fastrak. Tento digitizér vyžaduje po operátorovi 

důkladné a kontaktní zaznamenání všech částí stromu, a poskytuje tak velice přesné 

údaje o jeho architektuře. Jelikož jsou ale obě použité metody vhodné jen pro 

rekonstrukci menších objektů, byly tvořeny modely 30 stromků s maximální výškou do 

necelých čtyř metrů, z toho 15 stromků bylo listnatých a 15 jehličnatých. Snahou bylo 

zachytit stromky v době, kdy jsou listnáče bez olistění, aby byla rekonstrukce 

architektury fotogrammetrií co možná nejpřesnější a porovnat tyto výsledky 

s jehličnany, které v bodových mračnech obsahují i asimilační orgány. Jehličí bylo do 

jisté míry z bodových mračen odstraněno, za využití barevné informace, která pro tento 

účel do omezené míry fungovala. Přesto v bodových mračnech zůstalo po filtrování 

jehličí stále mnoho šumu. Ten byl způsoben také pohybem stromků ve vánku a bodová 

mračna tak obsahovala nejen mnoho šumu, ale i artefaktů, jako např. zdvojené větve, 

nereálně tlusté („rozmazané“) větve apod. Odstranění artefaktů nebylo možné, tak se 

provedlo pouze filtrování šumu. Teoreticky by bylo možné ručně odstraňovat i některé 

artefakty, metoda by pak ale pro svou časovou náročnost nebyla výhodná a její 

relevance by se vytratila. Takto zpracovaná bodová mračna byla dále analyzována 

pomocí dříve popsaného programu TreeQSM.  

Výsledky porovnání ukázaly, že modely se shodovaly převážně jen v případě 

jednodušších, dvourozměrných, parametrů, kterými je tloušťka ve výšce 30 cm nad 

zemí, výška stromu a délka větví v různých řádech větvení. Objemové parametry jako 

celkový objem dřevní hmoty a objem různých řádů větvení se shodovaly jen někdy, jak 

je detailněji popsáno v přiložené studii. Neshoda panovala také při porovnání délky 

kmene, což je dáno rozdílnou metodikou, kterou tento parametr odhadoval program 

TreeQSM a kterou použil operátor magnetického digitizéru. 

Práce tedy potvrdila, že pozemní fotogrammetrie je vhodná k určení jen některých 

parametrů architektury stromu. Lze se domnívat, že při zkoumání úhlů nasazení větví, 

by se také dosáhlo poměrně přesných výsledků. Ze závěrů studie totiž vyplývá, že 

především objemové parametry vykazují největší rozdíly. Tyto rozdíly způsobil 
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pravděpodobně pohyb větví ve větru a vznik artefaktů v bodovém mračnu. Navzdory 

tomu však byly délky stále určeny správně. 

Publikovaná studie do jisté míry vypovídá i o potenciálu vzdušné fotogrammetrie z 

dronu, aplikované na vzrostlé solitérní stromy. Trajektorie sběru fotografií u malých 

stromů se totiž velmi podobá trajektorii, z níž lze sbírat data dronem a byla popsána 

v dřívějších pracích [118].  

V návaznosti na studii stanovující detekci hniloby kmenů, byly touto prací doplněny 

další aspekty potenciálu pozemní fotogrammetrie. Tu lze doporučit pro rekonstrukci 

jednoduchých scén u nichž nehrozí pohyb objektů ve větru nebo z jiných důvodů. 

Překvapivě i za zdánlivého bezvětří se totiž drobné struktury stromů pohybují, čímž 

vznikají chyby v rekonstrukci. Dále je fotogrammetrie velice náchylná na kvalitu 

sbíraných dat, jejichž sběr může být proto poměrně časově náročný a nezaručující 

kvalitní výstupy. Z tohoto důvodu je pro velké množství lesnických aplikací vhodnější 

použít metody laserového skenování, uváděné v dalších dvou prezentovaných studiích. 

Celé znění studie „Discovering Tree Architecture: A Comparison of the Performance 

of 3D Digitizing and Close-Range Photogrammetry“, publikované v žurnálu MDPI 

Remote Sensing, v roce 2025, se nachází níže:  
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C)  Využití low-cost skenerů 

Laserové skenování je skvělou alternativou fotogrammetrie. Jeho průběh je podstatně 

intuitivnější, spolehlivější, při velkoplošných aplikacích i detailnější, přičemž časová 

náročnost je podobná či spíše dokonce nižší než při sběru fotografií. Často uváděnou 

nevýhodou TLS a MLS je ale velmi vysoká pořizovací cena skenerů. Z tohoto důvodu 

byla provedena studie nazvaná „Obtaining the Highest Quality from a Low-Cost 

Mobile Scanner: A Comparison of Several Pipelines with a New Scanning Device“. 

Jejím cílem bylo porovnání čtyř laserových skenerů, z nichž dva pochází od předních 

výrobců těchto zařízení (TLS– Trimble TX8 a MLS– GeoSLAM ZEB Horizon) a dva 

jsou levnějšími alternativami (MLS– mapry LA03 a MLS– iPhone 14 Pro). Skenování 

se všemi zařízeními probíhalo ze stejné trajektorie, přičemž TLS Trimble TX8 byl 

používán ze stanovisek, nacházejících se na téže trajektorii.  

Porovnání skenerů bylo provedeno jednak pomocí plošné pokryvnosti, jednak pomocí 

výsledků odhadu DBH a počtu detekovaných stromů. Poslední dvě vlastnosti byly 

vypočteny analýzou bodových mračen za využití pěti rozdílných algoritmů, 

tzv. „pipelines“. Z nich čtyři programy zpracovávají bodové mračno automaticky a 

jedna metoda se zakládá na ruční segmentaci kmenů. Výsledky zpracování se 

porovnávaly s údaji z manuálního měření lesa průměrkováním naplno. Tloušťková 

struktura zkoumaného lesa byla poměrně rozmanitá, s velmi bohatým zmlazením 

dubu červeného (Quercus rubra). Rozpětí měřených výčetních tlouštěk tak sahá od 4 

cm do 68 cm, což klade vysoké nároky na přesnost skenerů i softwarů při detekci 

stromů. 

Výsledky komparativní analýzy parametrů skenů dokázaly, že levné skenery zachycují 

menší území a se znatelně nižší hustotou bodů na metr čtvereční než skenery předních 

značek. To se samozřejmě promítlo i do výsledků určení DBH a detekce stromů. 

Čtyři automatizované algoritmy, které byly pro zmíněný úkol použity, se svými 

výsledky navzájem výrazně lišily, a to i v případě, že analyzovaly totéž bodové mračno. 

Z automatických analýz bylo nejhorších výsledků dosaženo skenováním na iPhone 

14 Pro. To je způsobeno tím, že dosah skeneru je velmi krátký v porovnání s ostatními 

zařízeními. V nejlepším případě se tak podařilo detekovat pouze okolo 20 % jedinců a 

průměrná absolutní chyba (MAE; „Mean Absolute Error“) určení DBH byla 9.5 cm.  

Hlavní porovnávaný low-cost skener s názvem mapry LA03 dokázal v nejlepších 

případech poskytnout informace asi o 77 % jedinců a to s chybou MAE 3.6 cm. 

V porovnání s TLS Trimble TX8 a MLS GeoSLAM ZEB Horizon jsou tyto výsledky 

poměrně slabé, neboť uvedená zařízení byla v nejlepších případech schopna detekovat 

takřka 99 % jedinců s chybou MAE pod 1 cm. Nejlepší výsledky analýzy byly 

konzistentně získávány algoritmem SAMICE („Search And Measure In Complex 

Environment“), který svými výstupy v několika případech dokonce předčil manuální 
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metodu zpracování bodového mračna. Ta sloužila jako etalon toho, jak přesné výsledky 

lze z vytvořených bodových mračen získat. 

Na základě výsledků uvedených výše, a detailně rozvedených přímo v přiložené studii, 

byly odvozeny závěry, že využití skeneru mapry LA03 je zřejmě vhodné pouze ke 

skenování menších ploch. Ty by svou rozlohou neměly přesahovat cca 15 arů. Jednak 

je to kvůli omezenému dosahu jeho LiDAR senzoru, jednak kvůli chybám ve SLAM, 

vznikajícím zřejmě v důsledku skenování velkého území. Tento maloplošný přístup by 

pravděpodobně mohl být velmi efektivní při využití většího počtu skenerů mapry LA03 

zároveň. Protože je cena skeneru asi 10-krát nižší než cena MLS FARO Orbis 

(současného následníka skeneru GeoSLAM ZEB Horizon), provádění skenování na 

více místech zároveň by mohlo vést k efektivnímu sběru dat. Tato hypotéza si však 

zakládá na nepotvrzeném předpokladu, že by skenování malých ploch nevedlo 

k chybám ve SLAM a podařilo by se rekonstruovat vertikální strukturu v podobné míře, 

jako to dokáží přední MLS skenery. Proto je potřeba tuto problematiku dále prověřit 

v dalších vědeckých pracích. 

Výše popisovaný vědecký článek je v celém znění přiložen zde:  
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D) Automatizace odvození dendrometrických veličin 

V rámci předchozí popsané studie byl využíván i autorský program DendRobot [56]. 

Ten si v předchozím porovnání algoritmů vedl poměrně dobře, a tak lze usuzovat, že 

program má potenciál pro skutečné použití, ale i pro zlepšení.  

Tvorbou programu a metodami, které používá pro inventarizaci lesa, se zabývá článek 

"DendRobot: 2D Based Tree-Detection from LiDAR and Photogrammetric Point 

Clouds of Forest Environments". Ten v době odevzdání této disertační práce prochází 

druhým kolem recenzního řízení v žurnálu „Forestry: An International Journal of 

Forest Research“. 

Jak již bylo dříve uvedeno, prvotní verze programu využívala „Command Line Mode“ 

programu CloudCompare. Novější verze však již pracuje čistě v jazyce Python a je 

nezávislá na instalacích jiných počítačových programů.  

Algoritmus v sobě zahrnuje dva originální přístupy k extrakci dat o individuálních 

stromech. První souvisí se segmentací stromů, druhý s určením jejich výšek a budou 

popsány v následujícím textu. 

Celý průběh analýzy bodového mračna programem DendRobot začíná odstraněním 

šumu a snížením hustoty vloženého bodového mračna. Jednak se tak děje kvůli zvýšení 

efektivity výpočtů, jednak kvůli snaze o odstranění vlivu nerovnoměrné hustoty 

bodového mračna. Typicky se totiž při skenování stává, že hustota naskenovaných 

bodů je vyšší v místech, která jsou blíže senzoru. To je nežádoucí pro další kroky 

zpracování v programu DendRobot. 

Druhým krokem analýzy je tvorba digitálního modelu terénu (DTM), která probíhá 

detekcí bodů s nejnižší vertikální souřadnicí („z“) v pravidelné čtvercové mřížce. Aby 

byly odstraněny chybné body, provádí se odstranění šumu. Je totiž možné, že 

v některých čtvercích pravidelné sítě se jako nejnižší bod objevuje např. větev stromu, 

a to pak vytváří chyby v DTM. Typicky se tento jev objevuje na okrajích bodového 

mračna, kde už není zachycen terén, ale jen některé vyšší objekty. Bodová reprezentace 

DTM je na závěr převedena do 3D polygonového modelu („mesh“). 

Filtrováním šumu z DTM se však tento model, v porovnání s rozsahem vstupního 

bodového mračna, mírně zmenšil. Aby se tedy předešlo nežádoucímu chování 

algoritmu v dalších krocích, provede se oříznutí bodového mračna podle tvaru DTM.  

Poté je vytvořen digitální model výšky povrchu („DSM“) a z DSM a DTM odvozen 

model výšky korunového zápoje („CHM“). Tento výsledný model, ve formě rasteru, je 

použit k přibližnému výpočtu rozloh korun stromů za využití „reverse-watershed“ 

algoritmu. Tvorba CHM a výpočet ploch korunových projekcí je nicméně slepou větví 

algoritmu, která zde končí. 
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Hlavní analýza bodového mračna však pokračuje dál, a to prvním ze dvou, dříve 

uvedených, nových přístupů. Tím je detekce individuálních kmenů. Pro tento účel je 

bodové mračno převedeno do 2D formy. Jinými slovy – je ignorována „z“ souřadnice.  

Jelikož bylo upravené 3D bodové mračno rovnoměrně husté, ve 2D projekci se projeví 

místa, která byla vertikálně členitá. To jsou v lesním prostředí především stromy. 

Výpočtem počtu sousedních bodů v okolí každého bodu je možné tato nahuštěná místa 

nalézt. Odfiltrováním míst s nízkou hustotou bodů nastane to, že ve 2D bodovém 

mračnu zbydou pouze husté oblasti, tj. stromy.  

Vyhledáním shluků, v tomto filtrovaném bodovém mračnu, jsou nalezeny jednotlivé 

stromy, resp. kandidáti na stromy, je jim přiřazeno ID a mohou být převedeni zpět do 

3D. 

Protože hledání shluků probíhá ve 2D, často je menší strom v podrostu „zastíněn“ 

větvemi většího stromu. Nalezený shluk tak někdy obsahuje oba tyto objekty. Jejich 

oddělení probíhá opět pomocí hledání shluků, které mají vzájemný rozestup menší než 

40 cm. Po tomto oddělení může být identifikováno několik shluků, z nich je ale 

ponechán vždy jen ten nejnižší. Rozdíl ve výšce jeho nejnižšího a nejvyššího bodu je 

pak roven výšce stromu. 

Následující krok využívá právě popsané shluky bodů a DTM. Pro každý bod každého 

shluku je vypočtena jeho výška nad DTM. To slouží pro nalezení a vyjmutí výsečí 

z kmenů v přednastavených výškových hladinách. Vždy je nalezena výseč ve výšce 1.3 

metrů nad zemí. Ostatní výřezy jsou pak tvořeny podle kritérií nastavených uživatelem. 

Ten si může navolit v jakém intervalu se výseče budou tvořit a jak budou široké. Pokud 

je některý z nalezených objektů nižší než 1.3 metry, je automaticky vynechán, neboť pro 

něj neexistuje výseč ve výšce 1.3 metrů a nevznikne o něm záznam ve výsledcích. 

Aby byla zajištěna maximální přesnost výpočtu tlouštěk, provádí se pro každou výseč 

zhuštění bodů. To probíhá tak, že na základě polohy výseče z ředěného mračna je 

z originálního, hustého, mračna vyjmuta příslušná část.  

Na každou takovou výseč je provedeno fitování kruhu pomocí RANSAC algoritmu, 

přičemž není uvažována „z“ souřadnice a výseče jsou tak ve 2D. Tento krok poskytuje 

tloušťky stromů a jejich polohy. Zároveň jsou ale získány informace i o dalších výsečích, 

které byly eventuálně vytvořeny a lze tak částečně rekonstruovat např. morfologickou 

křivku kmene stromu. 

V tuto chvíli jsou tedy již známy všechny základní informace o stromech, a tak mohou 

být data vyfiltrována a převedena do formátu ESRI Shapefile, který obsahuje definici 

souřadnicového systému, předem navolenou uživatelem pomocí EPSG kódu. To 

zajišťuje hladkou návaznost analýzy bodového mračna a zobrazení výsledků v GIS 

softwarech. 

Zmíněné filtrování výsledků si klade za cíl odstranit objekty, které nejspíše nejsou 

stromy nebo obsahují chybu. Filtrování se provádí prostým vyřazením stromů s DBH 
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vyšší než uživatelem předdefinovaná hranice. Jinou možností je filtrování pomocí 

„h/d“ indexu, který dokáže efektivně vyřadit např. jehličnaté zmlazení, jehož tloušťka 

byla nadhodnocena kvůli přítomnosti hustého větvoví v prsní výšce. 

V rámci tvorby a testování algoritmu programu DendRobot byla primárně využívána 

data ze 14 zkusných ploch na území Finska. Manuálním přiřazováním skutečně 

pozorovaných stromů a stromů nalezených programem DendRobot byly zjištěny chyby 

v určení DBH a výšek stromů. Obdobně byla odvozena i přesnost detekce stromů, tedy 

poměr skutečně pozorovaných stromů vůči počtu stromů nalezených algoritmem. Tato 

analýza byla prováděna v prostředí GIS programu a výsledky vykazují 93 % úspěšnost 

nalezení stromů, chybu MAE v určení DBH = 3.4 cm a chybu MAE určení výšky = 0.7 

m.  

Podobně jako v rámci předchozí kapitoly o využití low-cost scannerů lze proto odvodit 

závěr, že algoritmus programu DendRobot je funkční a použitelný i v reálných 

aplikacích. Existuje však stále mnoho potenciálu pro jeho zdokonalení a vytvoření 

funkcí, určujících další zajímavé stromové parametry. 

Celá publikace popisující program DendRobot, zahrnující vysvětlující ilustrace, je 

přiložena dále:  
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5. Diskuse 

Tato disertační práce si položila tři výzkumné cíle, jichž bylo formou čtyř dílčích studií 

postupně dosaženo. Aby byla následující diskuse lépe přehledná, budou názvy dvou 

studií, popisovaných dříve v této disertační práci, nahrazeny zástupnými názvy. To 

přispěje k přehlednosti diskuse. Článek popisující výkon low-cost scannerů 

v porovnání s předními skenery proto bude nazýván jako „studie mapry“. Studie 

představující program DendRobot a výsledky jeho prvotního testování bude uváděna 

jako „studie DendRobot“. 

Disertační práce a s ní spjaté vědecké publikace se zabývají využitím pozemních metod 

dálkového průzkumu Země a potenciálem, který v sobě ukrývají data, pořízená těmito 

přístupy. Otázka potenciálu a přesnosti takových dat je předmětem zájmu velkého 

počtu vědeckých publikací, které cílí na zjišťování vlastností lesního prostředí novými 

způsoby. S jistotu lze říci, že moderní metody dálkového průzkumu Země snižují 

časovou náročnost terénního sběru dat a poskytují přesnost výsledků, srovnatelnou 

s tradičními postupy měření lesa [27,51]. Potenciál 3D dat je však stále do velké míry 

nevyužitý, neboť jen malá část studií, resp. algoritmů pro zpracování 3D dat, se zabývá 

jinými parametry, než je tloušťka stromu ve výčetní výšce (DBH) s výškou stromu.  V 

rámci této disertační práce proto byla projevena snaha o větší využití potenciálu 3D dat 

několika způsoby. 

Práce, zabývající se detekcí hniloby ve stojících kmenech, je jedním z takových případů. 

Svým přístupem k řešení problému s klasifikací shnilých a zdravých stromů je práce 

originální. Jako první se totiž zabývá určením přítomnosti hniloby ve stromech pomocí 

strojového učení, využívajícího pozemní fotogrammetrická 3D data. Studií, které 

využívaly bodová mračna z CRP pro zpřesnění výsledků tomografie, už ale v dřívější 

době vzniklo více [119,120]. Ty se sice nezabývaly automatickou klasifikací stromů, ale 

spolu s prezentovanou autorskou studií se shodují na tom, že fotogrammetrie je 

vhodným nástrojem pro zpřesnění výsledků tomografie.  

Výsledky klasifikace shnilých a zdravých stromů lze nicméně porovnat alespoň se 

studiemi, které se zabývají klasifikací druhů dřevin pomocí metod strojového učení. 

Takovéto studie se zabývají např. klasifikací 3D dat do sedmi kategorií, daných 

dřevinnými druhy a dosahují přesností klasifikace 95 % a 86 % [121,122]. To může 

poukazovat na to, že potenciál detekce shnilých stromů je daleko větší, než jakého se 

dosáhlo v této disertační práci.  

Výsledky klasifikace by bylo zřejmě možné zlepšit poskytnutím větší datové sady [123], 

což už je ale otázkou navazujících projektů. Na základě výsledků studie je každopádně 

možné říci, že klasifikátory, zaměřené na jednotlivé druhy dřevin, dokážou klasifikaci 

provádět přesněji (65.5 %), zatímco univerzální modely přesnost výsledků 

snižují (57.7 %). 
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Dalšími parametry stromů, odvozovanými ze 3D dat, byly vlastnosti stromové 

architektury. Otázkou bylo, do jaké míry je pozemní fotogrammetrie schopna zachytit 

jemné struktury stromků a zdali je možné tyto informace spolehlivě kvantifikovat 

využitím QSM. Studie potvrdila, že spolehlivě lze rekonstruovat pouze některé 

parametry, a to zejména délky – tj. výšky stromů, délky větví v různých řádech větvení 

a také průměr kmene. Parametry jako je počet větví, objem větví nebo celkový objem 

dřevní hmoty stromů, byly úspěšně zjištěny jen v několika případech, což neposkytuje 

výstupy, které by konzistentně podporovaly užitečnost fotogrammetrie pro tento úkol. 

Celkové chyby RMSE pak nabývaly hodnot 34.2 % pro určení výšky kmene, 69.9 % pro 

určení tloušťky kmene, 107.9 % pro objemové parametry a 142 % pro počty větví. Z toho 

je patrné, že fotogrammetrie nebo použitý způsob sběru fotografií, pro tyto účely není 

nejvhodnější volbou.  

Zároveň je ale nutno podotknout, že referenční metoda magnetického digitalizování 

poskytuje velice přesné kontrolní údaje a studie s podobným zaměřením často takto 

přesná referenční data neanalyzují a nejsou schopny tak důkladně posoudit skutečné 

rozdíly. Např. studie rekonstruující solitérní stromy z letecké fotogrammetrie z dronu 

popisuje, že analýza podhodnocovala délky větví dospělých stromů o více než 50 cm a 

jejich tloušťky nadhodnocovala o více než 3 cm. Porovnání však probíhalo vůči ručním 

měřením, dělaným na náhodně vybraných částech 3D modelu [118]. Výsledek je 

v částečné shodě s tvrzeními plynoucími z předkládané disertační práce, která tvrdí, že 

objemy větví jsou nadhodnocovány. To souvisí s tím, že jsou nadhodnocovány i 

tloušťky větví, pohybujících se ve větru. Podobně jako v citované studii. Naopak délky 

se podařilo v disertační práci rekonstruovat poměrně přesně.  

Jako jiné porovnání lze prezentovat ještě výsledky založené na TLS skenování. 

Příslušné studie se opět zabývaly stojícími dospělými stromy a porovnávaly se výsledky 

různých algoritmů, kvantifikujících stromové parametry. Rozdíly mezi metodami 

vykazovaly poměrně malé odchylky, asi do 20 % pro objem kmene, větví a veškeré 

dřevní hmoty. Referenčními daty v této studii jsou ale opět výsledky z manuální 

segmentace bodového mračna, nikoliv z ručních měření v terénu [124] a nelze tak 

úplně dokázat porovnání s realitou. Nejrelevantnějším porovnáním je tak studie 

využívající program TreeQSM na bodová mračna z TLS, přičemž výsledky jsou 

porovnány s destruktivním měřením. Studie se ale zabývá pouze větvemi s průměry 

přes 20 cm. Ty byly pomocí dat z TLS rekonstruovány přesně, s chybami určení délek 

pod 1 %. Podhodnocení tloušťky větví nabývalo jen 8% rozdílu a chyba určení celkového 

objemu dřevní hmoty nabývala hodnoty 3 %. Výsledky tak ukazují, že pro rekonstrukci 

hrubé architektury stromu je postup využívající QSM vhodný [125]. 

Pro budoucí studie, snažící se rekonstruovat detailní architekturu stromů pomocí 

fotogrammetrie, lze doporučit, aby byl kladen velký důraz na povětrnostní podmínky 

během sběru dat. Důležitá je eliminace pohybu větví ve větru a také správné světelné 
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podmínky, což je potvrzeno ve více studiích [40,118]. Ke snížení šumu a počtu artefaktů 

by zřejmě prospělo i fotografování v co nejkratším časovém okně, aby se minimalizoval 

počet fotografií, které zachycují větve posunuté větrem. Alternativní možností je 

samozřejmě využití laserového skenování. I to však musí být používáno s ohledem na 

počasí, neboť i u něj má vliv větru nepříznivý dopad. Laserové skenování ale nabízí 

rychlé vytvoření skenu s potenciálně vysokou přesností, zejména při skenování na 

krátkou vzdálenost. Proto by mohlo být dostatečně detailní i pro uváděné účely. 

V lesnictví je však LiDAR využíván především pro sběr základních údajů inventarizace 

lesa, což je výška stromu a jeho výčetní tloušťka. Studiem těchto parametrů z MLS a 

TLS se zabývala třetí studie, zkráceně „studie mapry“, prezentovaná v této disertační 

práci. Jejím cílem bylo stanovit přesnost levné alternativy značkových TLS a MLS 

systémů. K tomuto účelu byla pozorována zjištěná DBH a počet úspěšně detekovaných 

stromů. V případě hlavního testovaného zařízení „mapry LA03“ byla nejlepší dosažená 

přesnost detekce stromů rovna asi 77 % a chyba RMSE určení DBH 19.7 %. Těchto 

výsledků bylo dosaženo automatizovanou analýzou bodových mračen. V porovnání s 

citovanou studií, zkoumající potenciál dvou jiných low-cost zařízení, je tento výsledek 

poměrně slabý, neboť uvedená studie dosáhla chyby RMSE určení DBH 6 % pro obě 

testovaná zařízení [126]. Je však nutno podotknout, že citovaná studie probíhala na 

zkusných plochách o rozloze 900 m2 a s menším podílem zmlazení. To, v porovnání s 

takřka 4.5násobně velkou plochou s bohatým zmlazením, zřejmě způsobilo tento 

značný rozdíl, který by ale snad bylo možné zmenšit úpravou trajektorie skenování v 

rámci „studie mapry“. To ostatně platí i pro druhý low-cost scanner, iPhone 14 Pro, 

taktéž použitý ve „studii mapry“. Ten dosahoval v nejlepším případě RMSE určení 

DBH asi 44 %. To je dvojnásobná chyba, než jakou dosáhla jiná studie, porovnávající 

tentýž senzor [127]. Opět je rozdíl pravděpodobně daný volbou trajektorie, která v 

případě disertační práce nemohla být upravena kvůli zachování objektivity porovnání 

skenerů. Nicméně, tato skutečnost staví skenování pomocí mobilního telefonu do velké 

nevýhody. Je nutno však podotknout, že toto porovnání účelně zavádí stejné podmínky 

pro všechna MLS zařízení, aby bylo možné objektivně posoudit jejich výkon při 

sjednocené časové náročnosti, věnované skenování zájmového území.  

Porovnání výsledků referenčních zařízení, tedy TLS Trimble TX8 a MLS GeoSLAM 

ZEB Horizon, se s výsledky jiných studií shodovalo. Tato zařízení jsou velmi přesná a 

chyby dosahované napříč studiemi se pohybují v rozsahu do RMSE přibližně 2 cm 

[27,30,53], což odpovídá i výsledkům disertační práce.  

Důležitým výsledkem studie je potvrzení skutečnosti, že dosažená přesnost, 

resp. úplnost výsledků, se může výrazně lišit v závislosti na použitém algoritmu pro 

zpracování bodového mračna. Z porovnání vyplývá, že použitý algoritmus má zásadní 

vliv na počet úspěšně detekovaných stromů. Ten je tudíž zřejmě hlavním kritériem pro 

úspěšné odvození DBH všech stromů po celém naskenovaném území. Rozdíly ve 
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vypočtených tloušťkách nalezených stromů, již totiž nejsou tak výrazné, jako rozdíly 

v počtu stromů nalezených v bodovém mračnu a je proto důležité věnovat dostatek 

pozornosti algoritmům pro detekci stromů a odstranění šumu v okolí kmene. 

Této problematice se věnuje poslední studie („studie DendRobot“) prezentovaná jako 

součást disertační práce. V ní byl navržen nový způsob detekce stromů v bodovém 

mračnu, který si v porovnání s jinými publikovanými algoritmy, v rámci „studie 

mapry“, vedl stejně či dokonce lépe, a to až o necelých 17 % v porovnání s programem 

3DFIn a až o 42 % lépe v porovnání s programem FORTLS. Nutno je ale zmínit, že 

v porovnání s manuálně segmentovaným počtem kmenů, či s výsledky algoritmu 

SAMICE má program DendRobot stále rezervu, v některých případech až 30 %. Ve 

„studii DendRobot“ byl však podíl nalezených stromů velmi vysoký a to 93 %. Rozdíl 

v počtu detekovaných stromů může být dán především tloušťkovou strukturou 

zkoumaných porostů, která se mezi oběma studiemi zásadním způsobem liší. „Studie 

mapry“ totiž pracovala na zkusné ploše s velkým podílem tenkých stromů. Z nich se 44 

nacházelo v tloušťkových stupních do 12 cm, zatímco ve zbylých, vyšších, tloušťkových 

stupních bylo 54 stromů. „Studie DendRobot“ ale pracovala pouze se stromy nad 7 cm 

tloušťky, tudíž podmínky pro detekci byly pravděpodobně příznivější. Tato studie ale 

zároveň porovnávala i výšky stromů, čímž se publikace o low-cost skenerech vůbec 

nezabývá. Výsledky porovnání DBH (RMSE = 3.4 cm) a výšky (RMSE = 0.7 m) tak 

vykazují uspokojivé výstupy v porovnání s tradiční inventarizací lesa. Tyto výsledky 

byly dosaženy pozorováním rozsáhlých a členitých zkusných ploch, které zahrnovaly 

celkem 1222 stromů.  

V porovnání s jinými studiemi zaměřenými na MLS jsou dosažené chyby srovnatelné, 

DBH je však určeno s mírně větší chybou. Citované studie dosáhly např. chyby jen 

1.47 cm [27,126]. Při porovnání výšek stromů ale naopak DendRobot poskytl lepší 

výsledky, přičemž citované studie vykazují chyby větší než cca 1.5 m  [27,126]. Opět je 

ale rozdíl ve vlastnostech skenovaných území. V rámci disertační práce byla vyvíjena 

snaha o provádění studií v podmínkách komplexních lesních porostů, které staví 

metody pozemního DPZ před výzvu a lze tak lépe odvozovat závěry relevantní pro 

praktické použití.  

V souvislosti s tím, vyvstává důležitá otázka, jestli je během využívání TLS a MLS stále 

potřeba dodržovat parametry zkusných ploch používaných při tradičním měření lesa, 

nebo zdali velikost zkoumaného území nemůže být zvětšena. Laserové skenování 

poskytuje totiž informace nejen z prostředí uvnitř zkusných ploch, ale i z okolí. Při 

využití veškerých naskenovaných dat tak lze analyzovat násobně větší plochu 

s minimálním nárůstem spotřeby času. Vědecké studie se často soustředí na malé 

zkusné plochy, s rozsahem menším než 10 arů [14,27,126]. Ze „studie mapry“ je ale 

patrné, že při skenování zkusné plochy o rozloze asi 0.4 hektaru, některé metody 
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dokázaly zachytit prostředí o rozsahu 1.4 hektary (MLS) nebo dokonce 3 hektary (TLS), 

což je násobně víc, než kolik bylo ve výsledku využito k samotné analýze. 

Příčina volby malých zkoumaných území tak pravděpodobně spočívá v komplikacích, 

vzniklých při zpracování velkého objemu 3D dat. Ty souvisí s nutností, aby počítač, na 

kterém mají být data zpracována, disponoval dostatečnou operační pamětí („RAM“), 

která často přesahuje parametry běžných počítačů. Jako minimální dostupná kapacita 

RAM je proto zapotřebí alespoň 32 GB, lépe však 64 GB nebo 128 GB. Při takto 

objemné operační paměti lze načíst a zpracovávat bodová mračna o velikosti často 

přesahující rozměry porostních skupin, typických pro Českou republiku. 

Z nepublikovaných výsledků vlastních analýz však vyplývá, že prakticky všechny 

programy poskytnuté jako výsledky vědeckého bádání nenakládají efektivně právě 

s operační pamětí systému. To vede k tomu, že na běžných počítačích algoritmy 

předčasně selhávají pro nedostatek dostupné paměti, a to v samém důsledku vede 

k tomu, že lze analyzovat pouze malá území. Z tohoto důvodu se při tvorbě programu 

DendRobot kladla za cíl důsledná optimalizace algoritmu, která bude maximálně šetřit 

RAM, případně zkrátí i čas zpracování dat. Při zpracování analýz pro tuto disertační 

práci tak bylo často pozorováno, že si program DendRobot jako jediný dokáže poradit 

s rozsáhlejšími bodovými mračny, zatímco pro funkčnost jiných programů musela být 

bodová mračna zmenšována. Optimalizace programů je tím pádem důležitý aspekt, 

který je nutno zohlednit, mají-li být algoritmy pro automatické zpracování dat 

přístupné i širší odborné veřejnosti. Jak již bylo dříve uvedeno, laserové skenery jsou 

cenově nákladná zařízení. Obdobně to však platí i o počítačovém vybavení, které je 

nutno pro rychlé a spolehlivé zpracování velkých dat pořizovat. Snižování nároků 

počítačových programů tak může ušetřit mnoho finančních nákladů při zpracování 

velkoplošných dat a přispět k většímu využívání dálkového průzkumu Země i 

v reálných, provozních aplikacích. 

Závěrem diskuse k tématům disertační práce si autor pokorně troufá tvrdit, že cíle 

disertační práce byly naplněny a svými výsledky přispěly malým dílem k problematice 

dálkového průzkumu Země v lesnictví. Ten stále skýtá velký, dosud nevyužitý potenciál 

a je potřeba provést ještě mnoho kroků, směřujících ke stále dokonalejšímu využívání 

detailních dat, která metody pozemního skenování nabízejí. 

6. Závěr 

Metody pozemního skenování lesního prostředí nabízí možnosti, jak velmi detailně 

analyzovat parametry jednotlivých stromů. Potenciál těchto metod je obrovský a není 

dosud úplně využíván, protože se mnoho vědeckých prací zaměřuje především na 

tradičně sbírané parametry, jako je tloušťka v prsní výšce a celková výška stromů. 

Existuje však už i několik nástrojů a metod, jak efektivně získávat údaje nejen o kmeni, 
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ale i o větvích stromu, potažmo o celé jeho architektuře. Takovýchto samostatných a 

dobře použitelných nástrojů je ale málo. Proto se tato disertační práce snaží o rozšíření 

souboru parametrů, odvozovaných z pozemní fotogrammetrie či LiDAR. 

V rámci práce je proto prováděna detekce hniloby uvnitř živých, stojících kmenů nebo 

popis detailní architektury malých stromků, ve smyslu zjištění objemů a délek kmene 

i větvoví. Oba tyto úkoly byly úspěšně splněny za využití pozemní fotogrammetrie a byl 

tak podložen předpoklad, že zjistit výskyt hniloby uvnitř kmene je za použití strojového 

učení a 3D dat z pozemní fotogrammetrie možné. Zároveň bylo ověřeno, že 

architekturu malých stromů je možné z fotogrammetrie automatizovaně 

rekonstruovat, ale jen do omezené míry, která vyplývá z kvality vytvořených bodových 

mračen. Přesně se tak podařilo odvodit jenom údaje o délkách, zatímco volumetrické 

údaje se podařilo rekonstruovat jen v některých případech a z výsledků nelze odvodit 

přesný a konzistentní závěr. Nicméně, kvůli obtížím, souvisejícím s aplikací pozemní 

fotogrammetrie, nelze tuto metodu doporučit pro velkoplošné analýzy, neboť má 

metoda tendenci selhávat i při rekonstrukci menších objektů, které se ale vlivem 

okolního prostředí, byť jen neznatelně, pohybují.  

Proto byl v dalších studiích, spadajících pod předkládanou disertační práci, zkoumán 

především potenciál pozemního laserového skenování. Jedním z cílů disertační práce 

je analyzovat využitelnost pozemního laserového skenování. Proto proběhla studie, 

porovnávající výkon různě cenově dostupných LiDAR senzorů. Studie probíhala na 

relativně velké zkusné ploše a prokázala, že v takto složitých podmínkách dominují 

především senzory od věhlasnějších společností, které mají vyšší pořizovací cenu. 

Levnější senzory pak ukázaly potenciál pro provádění šetření na menších územích. 

Díky nízké ceně těchto LiDAR skenerů je totiž možné jich nasadit více současně a sbírat 

tak informace z menších ploch, rozmístěných po širším území. To by teoreticky mohlo 

nahradit manuální inventarizaci lesa, při zachování tradičně využívaných velikostí 

zkusných ploch. 

Pro efektivnější zpracování dat z pozemních senzorů tato disertační práce předkládá 

nový autorský software DendRobot. Ten je schopný přesně analyzovat velká bodová 

mračna lesního prostředí, k čemuž využívá nový způsob detekce stromů a výpočtu 

jejich výšek. Přitom oba způsoby dosahují prokazatelně lepších výsledků než jiné, volně 

dostupné programy, určené pro obdobnou analýzu 3D dat lesního prostředí. Přesto je 

však další zdokonalování programu DendRobot důležité, protože dosud existují 

rezervy v počtech úspěšně detekovaných stromů. Také program dosud nezjišťuje 

podrobnější informace o stromech, což znamená, že potenciál poskytovaných 3D dat 

není zcela využit.  

V budoucím výzkumu je proto důležitá orientace na identifikaci druhů dřevin 

zobrazených v bezbarvých bodových mračnech. To je základní parametr, nezbytný pro 

prakticky aplikovatelnou analýzu lesa. Dále bude kladen důraz na efektivní, přesné a 
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pokud možno rychlé zpracování 3D dat velkého rozsahu, s čímž souvisí i zájem o 

využitelnost tlouštěk, změřených v jiných výškách, než pouze v 1.3 metrech nad zemí. 

Zde se vychází z předpokladu, že pokud skenování poskytuje informace o vyšších 

částech kmene, je možná nevhodné se zaměřovat na tloušťku v 1.3 metrech, která je 

často zastíněna a překryta jinými objekty, zejména zmlazením.  

Závěrem lze konstatovat, že potenciál využití 3D dat je veliký a dosud je efektivně 

využíván pouze jeho zlomek. Současné studie však udávají směry, kterými se lze vydat 

a dovést tak analýzu prostorových dat zase o kus dál. 
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